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PARAMÉTRICA DA IDENTIFICAÇÃO DE SISTEMAS
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Orientador: Argimiro Resende Secchi

Rio de Janeiro

Fevereiro de 2019



SINTONIA DE CONTROLADORES BASEADA NA INCERTEZA
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aos meus irmãos. aos amigos e

colegas da Petrobras e Focolare,

pelo incentivo e pelo apoio

constantes. Agradeço também a

todos os professores que me

acompanharam durante o

mestrado, em especial ao Prof.

Argimiro Resende Secchi,

responsável pela realização deste

trabalho.

iv



Agradecimentos

Aos meus pais, por me terem dado educação, valores e pelo amor incondicional. A

vocês que, muitas vezes, renunciaram aos seus sonhos para que eu pudesse realizar

o meu, partilho a alegria deste momento. A todos os meus familiares, irmãos,
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Resumo da Dissertação apresentada à COPPE/UFRJ como parte dos requisitos

necessários para a obtenção do grau de Mestre em Ciências (M.Sc.)

SINTONIA DE CONTROLADORES BASEADA NA INCERTEZA

PARAMÉTRICA DA IDENTIFICAÇÃO DE SISTEMAS

Mário Gomes Neves Neto

Fevereiro/2019

Orientador: Argimiro Resende Secchi

Programa: Engenharia Qúımica

A identificação de sistemas dinâmicos pode fornecer além dos parâmetros do

modelo – seja cont́ınuo, discreto, linear ou não linear – uma medida da incerteza

desses de parâmetros, codificada na matriz de covariância. Assim, ao projetar um

controlador para um modelo identificado, através de um processo de propagação de

incerteza, pode-se estimar média, desvio padrão e regiões de confiança para métricas

de desempenho, respostas ao degrau e ao impulso, diagramas de polos e zeros, Bode

e Nyquist. Considerando a incerteza de identificação, são propostas três formulações

para a sintonia ótima de controladores: a minimização do pior caso da integral do

quadrado do erro dentro de uma região de confiança, a minimização da integral do

quadrado do erro sujeito a uma restrição de robustez e a minimização da esperança

da integral do quadrado do erro. São apresentadas as manipulações matemáticas

necessárias para o desenvolvimento de cada uma das formulações e realizadas sin-

tonias de controladores PID em três cenários: monovariável linear e não linear e

multivariável linear. Os controladores resultantes das três sintonias são comparados

com o da sintonia que minimiza a integral do quadrado do erro, mostrando a vanta-

gem de se utilizar a informação de incerteza de identificação para obter controladores

com melhor desempenho, na média e no pior caso, e mais longe da instabilidade.

Por fim os pontos positivos e negativos de cada sintonia são discutidos brevemente.
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Abstract of Dissertation presented to COPPE/UFRJ as a partial fulfillment of the

requirements for the degree of Master of Science (M.Sc.)

CONTROLLER DESIGN BASED ON SYSTEM IDENTIFICATION

PARAMETRIC UNCERTAINTY

Mário Gomes Neves Neto

February/2019

Advisor: Argimiro Resende Secchi

Department: Chemical Engineering

Dynamic system identification can provide beyond the model parameters —

whether continuous, discrete, linear or non-linear — a measure of the of those

parameters uncertainty, coded in the covariance matrix. Thus, when designing

a controller for an identified model, through an uncertainty propagation process,

one can estimate mean, standard deviation and confidence regions for performance

metrics, step and impulse responses, poles and zeros diagrams, Bode and Nyquist.

Considering the identification uncertainty, three formulations are proposed for con-

troller optimum tuning: minimization of the worst case integral of the integrated

squared error within a confidence region, minimization of the integrated squared

error subject to a robustness constraint, and the minimization of the expectation

of the integrated squared error. We present the mathematical manipulations neces-

sary for the development of each formulation and perform PID controller tunings in

three scenarios: linear and non linear monovariable and linear multivariable. The

resulting controllers from the three tunings are compared to the tuning that mini-

mizes the integrated squared error, showing the advantage of using the identification

uncertainty information to obtain better performing controllers, in the mean and in

the worst case, and further of instability. Finally the positive and negative aspects

of each tuning are discussed briefly.
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3.4.1 Distância de Mahalanobis . . . . . . . . . . . . . . . . . . . . 20

3.4.2 Definição min-max . . . . . . . . . . . . . . . . . . . . . . . . 21

3.4.3 Condições de KKT de primeira ordem . . . . . . . . . . . . . 22

3.5 Minimização restrita da ISE nominal . . . . . . . . . . . . . . . . . . 23

3.5.1 Nota de robustez de um controlador . . . . . . . . . . . . . . . 23

3.5.2 Problema de otimização e condições de KKT . . . . . . . . . . 26

3.6 Minimização da esperança da ISE (EISE) . . . . . . . . . . . . . . . . 27

3.6.1 Sistema de sensibilidade . . . . . . . . . . . . . . . . . . . . . 28

3.6.2 Reparametrização ortonormal . . . . . . . . . . . . . . . . . . 29
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Caṕıtulo 1

Introdução

O mundo em que vivemos está em constante mudança nos mais diversos âmbitos da

sociedade. Alguns aspectos em especial marcam os últimos séculos: as 4 revoluções

industriais — mecanização, eletricidade, automação, conectividade —; o surgimento

dos direitos trabalhistas — que traduzem a preocupações com a qualidade de vida

do trabalhador em aspectos como saúde, segurança e dignidade nas suas atividades

laborais — e a diminuição da miséria e pobreza em âmbitos nacional e mundial.

Cada um desses aspectos está associado de maneira intŕınseca aos procedimentos de

automação de processos que ocorreram nesse peŕıodo: desde o controlador centŕıfugo

para regular a velocidade de máquina a vapor de J. Watt no século XVII, passando

pelo uso nas mais diversas indústrias — da metalúrgica à biotecnologia —, chegando

até às tecnologias que estão nos fazendo ampliar a nossa visão do mundo — seja nos

aceleradores de part́ıculas ou nos robôs que estão nos ajudando a desbravar novos

planetas.

Dentro da disciplina de controle e automação, o processo de identificação de

sistemas tem bastante relevância, uma vez que tem como produto um modelo ma-

temático da planta, o qual permite prever o comportamento da planta em diversos

cenários — o fechamento de malha com um controlador que se esteja projetando, por

exemplo. Ainda mais nobre é o papel do modelo quando se projetam controladores

preditivos baseados em modelo, onde o modelo identificado não apenas é utilizado no

processo de sintonia dos parâmetros do controlador como pode ser considerado como

parte integrante do algoritmo de controle. Existe uma ampla literatura nesse âmbito

e na última década técnicas ainda mais inovadoras para o processo de obtenção de

modelos para os processo, como aprendizagem de máquina, têm sido vistas.

Os modelos matemáticos usados para descrever as plantas industriais se dividem

em classes, por exemplo temos os modelos dados por funções de transferência, espaço

de estados, equações diferenciais ordinárias ou equações algébrico-diferenciais. Cada

modelo possui parâmetros que devem ser estimados num processo de estimação de

parâmetros, ou, como é mais comumente referenciado no contexto de modelos de

1



processo, identificação do sistema. Os parâmetros assim estimados compõem o que

chamamos modelo identificado, o qual pode ser bastante útil para simulações e

sintonia de controladores, problema que este trabalho analisa.

Acontece que, de maneira geral, o processo de estimação de parâmetros do mo-

delo fornece como resultado não apenas parâmetros como também uma medida

da sua incerteza. Mais especificamente, ao final do processo de identificação é co-

mum que o algoritmo utilizado forneça, além do vetor de parâmetros, a matriz de

covariância dos parâmetros, que é uma medida da incerteza, da qual podem ser ex-

tráıdos os desvio padrão de cada parâmetro e a correlação de cada par de parâmetros.

Assim podemos entender o resultado do processo de identificação não apenas como

um único modelo nominal e determińıstico, mas como uma variável aleatória no

espaço n-dimensional do vetor de parâmetros, na qual o vetor de parâmetros nomi-

nal e a matriz de covariância são respectivamente a média e a covariância de uma

distribuição normal multivariada nesse espaço.

Em alguns softwares comerciais com funcionalidade de identificação de sistemas,

como o MATLAB por exemplo, os algoritmos dispońıveis em geral já disponibilizam

a matriz de covariância dos parâmetros identificados, que pode ser usada, por exem-

plo, para traçar a região de incerteza da respostas ao degrau e impulso, diagramas

de Bode e de Nyquist. No entanto, realizar operações com os modelos identificados,

como fechar uma malha de controle ou colocar sistemas em série ou paralelo, acarreta

em descartar a informação da incerteza, que não é propagada para o sistema resul-

tante. Em geral a informação de incerteza do modelo identificado é negligenciada

nos processos de projeto e análise de controladores para a planta, o que pode acabar

acarretando em um projeto de controlador que tem um ótimo desempenho para o

modelo nominal, mas apresenta um desempenho insatisfatório ao ser implementado

na planta, chegando mesmo a ultrapassar o limiar de estabilidade.

O propósito desse trabalho é fazer uso mais nobre dessa informação de incer-

teza dos parâmetros do modelo identificado, interpretando-a como a variância de

uma distribuição normal multivariada, cujo valor esperado é o vetor de parâmetros

estimado. É aplicada a teoria de propagação de incertezas para se obter a incer-

teza da da planta em malha fechada. Depois, levando em consideração a incerteza

no comportamento em malha fechada, são propostas três funções objetivo a serem

otimizadas para projetar controladores robustos à incerteza de identificação.

O trabalho está organizado da seguinte forma.

No Caṕıtulo 2 é feita uma breve revisão bibliográfica das três disciplinas que dão

base ao trabalho: identificação de sistemas, sintonia de controladores e propagação

de incerteza. No âmbito da sintonia de controladores é dado ênfase às técnicas de

sintonia robusta, e são feitas comparações com os métodos propostos neste trabalho.

O Caṕıtulo 3 apresenta a metodologia proposta. São propostas três formulações
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para o problema de otimização de sintonia de controladores para modelos incertos.

A primeira formulação é a minimização do pior caso de desempenho, dentro de uma

região de confiança do modelo identificado; a segunda é a otimização do desempenho

para o modelo nominal, com uma restrição de não violação de estabilidade dentro

de um intervalo de confiança do modelo identificado; e a terceira é a minimização da

esperança do desempenho. Antes de tudo é apresentada a métrica ISE (Integrated

Squared Error), métrica clássica de desempenho de controladores, com extensão

para o caso multivariável e desenvolvimento do seu cálculo de maneira anaĺıtica.

O Caṕıtulo 4 apresenta os resultados deste trabalho e as discussões sobre os

mesmos. As sintonias testadas em três modelos: um sistema SISO (Single Input -

Single Output) linear, um MIMO (Multiple Inputs - Multiple Outputs) linear e um

SISO não linear. São feitas comparações dos métodos entre si e com um método

clássico de sintonia.

O Caṕıtulo 5 apresenta as conclusões obtidas, limitações do métodos, problemas

enfrentados e propostas de trabalhos futuros.

O Apêndice A traz uma revisão de identificação de sistemas dinâmicos: os mo-

delos utilizados, os prinćıpios estat́ısticos inerentes, e é apresentado o conceito de

incerteza de identificação. No Apêndice B São apresentados alguns tipos de pro-

pagação de incerteza, os prós e contras de cada uma, e a aplicação delas no contexto

de sistemas dinâmicos. Por fim, são mostrados como as incertezas de identificação

se propagam em diagramas clássicos do controle como: Respostas ao degrau e im-

pulso, diagrama de polos e zeros, diagramas de Bode e Nyquist. O Apêndice C traz

os gráficos da seção de resultados agrupados de uma maneira diferente, o que pode

ser útil para ajudar na compreensão dos resultados obtidos. Por fim o Apêndice D

traz o código em python desenvolvido para permitir as formulações, simulações e

otimizações utilizadas no trabalho.
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Caṕıtulo 2

Revisão Bibliográfica

2.1 Sintonia de controladores

Segundo SKOGESTAD e POSTLETHWAITE (2007) os passos para se implantar

um sistema de controle são:

1. Estudar o sistema (planta) a ser controlado e obter informações iniciais sobre

os objetivos de controle.

2. Modelar matematicamente o sistema e simplificar o modelo, se necessário.

3. Escalonar as variáveis e analisar o modelo resultante; determinar suas propri-

edades.

4. Decidir quais variáveis devem ser controladas (sáıdas controladas).

5. Decidir as medições e variáveis manipuladas: quais sensores e atuadores serão

utilizados e onde serão colocados?

6. Selecionar a configuração de controle.

7. Decidir o tipo de controlador a ser usado.

8. Decidir as especificações de desempenho, com base nos objetivos gerais de

controle.

9. Projetar um controlador.

10. Analisar o sistema controlado resultante para ver se as especificações estão

satisfeitas; e se elas não estiverem satisfeitas, modificar as especificações ou o

tipo de controlador.

11. Simular o sistema controlado resultante, em um computador ou em uma planta

piloto.
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12. Repetir a partir do passo 2, se necessário.

13. Escolher o hardware e software e implementar o controlador.

14. Testar e validar o sistema de controle e sintonizar o controlador online, se

necessário.

Os passos 8, 9 e 10 são os mais importantes para este trabalho, enquanto os

demais serão abstráıdos. De fato, as etapas do desenvolvimento deste trabalho

são especificamente: definição de métricas para controladores robustos à incerteza

de identificação (passo 8), resolução dos problema de otimização de sintonia resul-

tantes (passo 9), e análise dos sistemas em malha fechada resultantes por meios

quantitativos e qualitativos (passo 10).

Em relação ao passo 8, ainda segundo SKOGESTAD e POSTLETHWAITE

(2007), existem três abordagens para o problema de projeto de controladores:

1. Modelagem das funções de transferência. Nessa abordagem, o usuário especi-

fica a magnitude de algumas funções de transferência em função da frequência,

e o controlador que fornece a(s) forma(s) desejada(s) é decorrente disso.

(a) Modelagem de funções de transferência em malha aberta. Esta é a abor-

dagem clássica em que a magnitude da função de transferência de malha

aberta é moldada para obter largura de banda e inclinação desejada. Ge-

ralmente nenhuma otimização é envolvida.

(b) Modelagem de funções de transferência em malha fechada, como a função

de sensibilidade. A otimização é geralmente usada, resultando em vários

problemas de controle ótimo.

2. Projeto baseado em sinal. Isso envolve formulações de problemas no domı́nio

do tempo, resultando na minimização de uma norma da função de trans-

ferência. Aqui se considera uma perturbação particular ou mudança de re-

ferência e, em seguida, se tenta otimizar a resposta em malha fechada. Os

métodos “modernos” do espaço de estado dos anos 60, tais como o Controle

Linear Quadrático (LQG), são baseados nessa abordagem orientada a sinal.

No LQG, os sinais de entrada são considerados estocásticos (ou alternativa-

mente impulsos em um cenário determińıstico) e o valor esperado da variância

da sáıda (ou a norma-2) é minimizada. No domı́nio da frequência, essa abor-

dagem pode ser combinada com representações da incerteza do modelo, para

produzir problemas de desempenho robusto que levam ao procedimento da

µ-śıntese, um tópico importante do controle robusto de processos.
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3. Otimização numérica. Geralmente envolve otimização multiobjetivo. Tenta-se

otimizar diretamente os verdadeiros objetivos, como tempos de subida, mar-

gem de estabilidade, etc. Computacionalmente, tais problemas de otimização

podem ser dif́ıceis de resolver, especialmente se não for um problema de oti-

mização convexo. A abordagem de otimização numérica também pode ser

realizada online, o que pode ser útil ao lidar com casos com restrições nas en-

tradas e sáıdas. Abordagens de otimização online, como o controle preditivo

baseado em modelo (MPC), vêm se tornando mais usadas, com computadores

mais rápidos e eficientes e conforme algoritmos computacionais confiáveis são

desenvolvidos.

Nesse contexto, as propostas de sintonia deste trabalho podem ser classificadas na

segunda categoria, projeto baseado em sinal. As formulações são feitas no domı́nio

do tempo, resultando em um problema de minimização da norma-2 de uma função de

transferência. A perturbação considerada é um degrau na referência de cada uma das

variáveis controladas, para a qual se tenta otimizar a resposta em malha fechada. O

que diferencia os métodos aqui apresentados dos apresentados na literatura é a visão

do modelo identificado como uma variável aleatória no espaço paramétrico, com

média, matriz de covariância e região de confiança, em contraposição a abordagens

de multi-modelo, incerteza paramétrica ou não paramétrica.

Segundo SKOGESTAD e POSTLETHWAITE (2007), entende-se por controle

robusto a abordagem do projeto de controlador que lida explicitamente com a incer-

teza, seja nos parâmetros do modelo ou nas pertubações da planta. Fala-se desem-

penho robusto quando há garantia de um desempenho mı́nimo dentro de um região

de confiança e de estabilidade robusta quando há garantia de estabilidade dentro de

uma região de confiança. Nesse contexto os três métodos de sintonia desenvolvidos

nesse trabalho se classificam da seguinte forma: a sintonia que minimiza o pior caso

da ISE assegura desempenho robusto, a sintonia que minimiza a ISE nominal com

garantia de estabilidade assegura estabilidade robusta e a minimização da esperança

da ISE não pode ser vista como uma técnica de desempenho ou estabilidade robusta,

embora lide explicitamente com a incerteza em sua formulação.

Segundo O’DWYER (2009), no contexto de controladores PID, as regras de

sintonia podem ser subdivididas da seguinte forma:

• Regras de sintonia com base na medição da resposta ao degrau;

• Regras de sintonia baseadas na minimização de um critério de desempenho;

• Regras de sintonia que fornecem uma resposta em malha fechada especificada;

• Regras de sintonia que permitem a obtenção de margens de ganho e fase es-

pecificados;
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• Regras de sintonia robustas, com estabilidade e desempenho robusta incorpo-

rados no projeto;

• Regras de sintonia baseadas em parâmetros do ciclo final, como peŕıodo de

oscilação e ganho;

• Outras.

As regras de sintonia propostas neste trabalho se baseiam na minimização de um

critério ou ı́ndice de desempenho. Na teoria do sistema de controle, um ı́ndice de

desempenho é uma medida do desempenho de um sistema e é escolhido de modo a

capturar parâmetros importantes do sistema. Em KEALY e O’DWYER (2003), são

apresentados dois métodos para determinar analiticamente a métrica ISE para um

modelo de processo de primeira ordem com tempo morto sob controle PI. Usando o

valor anaĺıtico da ISE, é analisado o desempenho de dez regras de sintonia usadas

para sintonizar o controlador PID frente a seis processos escolhidos.

Contudo, o projeto de controlador é um problema complexo que requer a con-

sideração de várias questões, como rejeição de perturbação, mudança de referência,

robustez em relação a variações de processo e incerteza de modelo e efeitos de rúıdo

de medição. Dessa forma uma métrica tão simples quanto ISE não consegue captu-

rar todos esses aspectos. GARPINGER et al. (2014) fornecem heuŕısticas sobre o

compromisso entre desempenho e robustez por meio de diagramas para sintonia de

controladores PID. Também são comparados métodos comuns de sintonia e apre-

sentada uma parametrização de controladores ótimos. HO et al. (1998) também

fornecem fórmulas de sintonia simples para o projeto de controladores PID satisfa-

zendo os requisitos de robustez e desempenho, com a intenção de que possam ser

facilmente adotadas pela indústria.

JAULIN e WALTER (1996) abordam o problema de projeto de controlado-

res frente a incertezas de maneira geral, onde se deseja sintonizar um vetor de

parâmetros de modo a garantir que especificações sejam atendidas para todos os

valores posśıveis de algum vetor de perturbação desconhecido. O algoritmo apre-

sentado é aplicado a três problemas: o projeto de um controlador PID robusto à

incerteza estruturada, o controle de um modelo não linear de tempo discreto com

parâmetros e estado inicial incertos e um problema de planejamento de movimento

com obstáculos.

GE et al. (2002) apresentam um método que permite a incorporação expĺıcita

da descrição das incertezas do sistema na formulação do problema para projetar um

controlador PID robusto, usando o paradigma de múltiplo modelo. A sintonia do

controlador é reduzida a um problema de otimização convexa formulado por meio

de desigualdades matriciais lineares (LMIs), que podem ser resolvidas de maneira
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razoavelmente eficiente com métodos desenvolvidos nas últimas décadas (SKOGES-

TAD e POSTLETHWAITE (2007)). A extensão ao sistema com atrasos de tempo

também é discutida. O método proposto é aplicado a dois exemplos e comparado

com os métodos de sintonia de PID existentes.

Em ZHANG et al. (2012) é estudado o problema de projeto de controladores

PID para sistemas de controle em rede com incertezas poliédricas. Perturbações e o

rúıdo de medição são levados em consideração na modelagem para melhor refletir o

cenário prático. O problema de controle PID robusto é expresso como um problema

de otimização matemática, H∞, de modo que as perturbações de carga e referência

possam ser atenuadas com um ńıvel prescrito. Na teoria de controle os métodos

H∞ são usados para obter controladores estáveis com garantia de desempenho. A

solução do problema de otimização matemática é a sintonia ótima em relação à

função de objetivo, definida usando a norma H∞ — maior valor singular do sistema

no domı́nio da frequência. Têm como vantagem ser aplicável diretamente a sistemas

multivariados com acoplamento entre as variáveis e como desvantagem não tratar

bem restrições não lineares.

O controladores preditivos multivariáveis são conhecidos pela sua habilidade de

lidar com restrições nas variáveis manipuladas, controladas e internas do modelo,

mesmo em regime transiente. DI CAIRANO e BEMPORAD (2010) considera o pro-

blema de sintonizar um controlador preditivo multivariável para que se comporte

como um controlador linear dado, quando as restrições não estão ativas. GARRIGA

e SOROUSH (2010) fornece uma revisão das diretrizes de sintonia dispońıveis para o

controle preditivo multivariável. Abrange as formulações DMC, GPC, representação

por espaço de estados, max-plus-linear entre outros. Também no contexto de contro-

ladores preditivos multivariáveis são apresentados resultados referentes à estimativa

de estado e filtro de Kalman.

2.2 Propagação de incerteza

Em estat́ıstica, a disciplina de propagação de incerteza (ou propagação de erro) é o

estudo da incerteza da variável aleatória resultante de uma função aplicada a uma

ou mais variáveis aleatórias. A incerteza dos parâmetros do modelo identificado é

oriunda de erros de medição das variáveis de processo, perturbações não medidas no

processo, erros de modelagem — principalmente para sistemas variantes no tempo

— e não linearidades. Essas incertezas nos dados usados para a identificação do

sistema implicam numa incerteza nos parâmetros do modelo identificado, que, por

sua vez, influencia o processo de sintonia de controladores. HELTON e DAVIS

(2003) listaram as seguintes técnicas de análise de incerteza e sensibilidade:
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1. Análise de Monte Carlo

2. Análise diferencial

3. Metodologia de superf́ıcie de resposta

4. Teste de sensibilidade de amplitude de Fourier

5. Decomposição de variância de Sobol

6. Integração de probabilidade rápida.

HELTON e DAVIS (2003) dão ênfase ao método do hipercubo latino, que é

uma maneira particular de se fazer a amostragem no método de Monte Carlo. São

apresentadas também ferramentas de análise de incerteza: funções de distribuição

cumulativa, funções de distribuição e diagrama de extremos e quartis.

SCHWAAB e PINTO (2007) abordaram as questões relacionadas ao desenvolvi-

mento dos aspectos teóricos e numéricos da estimação de parâmetros. Sob a forte

base da estat́ıstica são formulados procedimentos de estimação de parâmetros e

análise dos resultados obtidos. A tese do livro é de que “A técnica de estimação

de parâmetros só atinge a plenitude do rigor-cient́ıfico quando pode ser suportada

por argumentos estat́ısticos sólidos”. São apresentadas as limitações inerentes ao

método de mı́nimos quadrados, em parte por admitir implicitamente que os erros

experimentais são todos medidas independentes de uma variável aleatória que se-

gue uma distribuição normal com média zero e variância definida. É apresentado

o método da máxima verossimilhança, o qual é amplamente difundido no âmbito

da estimação de parâmetros e, em alguns casos, acaba se simplificando num pro-

blema de mı́nimos quadrados ponderado. Segundo os autores, três pressupostos são

considerados para que a técnica possa ser aplicada:

• Pressuposto 1 - Admite-se que as distribuições dos erros experimentais na

região de experimentação são conhecidas.

• Pressuposto 2 - Admite-se como válida a hipótese do modelo perfeito.

• Pressuposto 3 - Admite-se como válida a hipótese do experimento bem feito.

A aplicação do método da máxima verossimilhança na identificação de modelos

lineares nos parâmetros recai no problema de mı́nimos quadrados ponderados, que

possui solução anaĺıtica. Os parâmetros estimados são resultado de um processo de

otimização da função de verossimilhança, e de posse do valor ótimo dessa função

objetivo é posśıvel fazer inferência consistente da variância experimental e, a partir

dáı, por uma propagação de erros exata chegar a variância do parâmetros estimados.

Por fim, se os parâmetros estimados são usados para fazer previsões, é posśıvel
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se conhecer também a covariância das previsões realizadas, que é uma medida de

incerteza.

SCHWAAB e PINTO (2007) aplicam o método de máxima verossimilhança à

estimação de modelos não lineares nos parâmetros, com todo o desenvolvimento da

propagação de incertezas do erro experimental para os parâmetros identificados e

posteriormente para a previsões realizadas com esses parâmetros. Aqui algumas

diferenças são importantes de se pontuar entre o problema de estimação linear e

o não linear. O primeiro deles é que, mesmo supondo um erro experimental dado

por uma distribuição normal multivariada, no caso não linear não é esperado que se

tenha uma distribuição normal multivariada para o vetor de parâmetros estimado

e, consequentemente, as superf́ıcies de ńıvel da função densidade de probabilidade

do vetor de parâmetros não são mais obrigatoriamente elipsoides, podendo ser até

mesmo, em casos extremos, desconexas. O mesmo se pode dizer da distribuição

de probabilidade de previsões realizadas com base nesses parâmetros estimados.

Contudo com processos de linearização sempre é posśıvel fazer uma propagação

anaĺıtica dos erros para se obter aproximações das covariâncias, tanto dos parâmetros

estimados quanto das aproximações por eles realizadas. Se os erros experimentais

são considerados pequenos pode-se ainda aproximar as distribuições aleatórias dos

parâmetros e previsões por distribuições normais multivariadas.

Toda essa discussão de estimação do erro experimental, propagação desse resul-

tado para a matriz de covariância dos parâmetros estimados e a posterior propagação

dessa matriz de covariância para a incerteza das previsões realizadas com o vetor de

parâmetros é o cerne deste trabalho, onde todo esse procedimento será aplicado na

identificação dos parâmetros dos modelos dinâmicos cont́ınuos.

2.3 Identificação de sistemas

LJUNG (1987) define a identificação de sistemas como a ciência de construir modelos

matemáticos de sistemas dinâmicos - onde variáveis de diferentes tipos interagem

produzindo sinais observáveis - baseado em dados observados dos sistemas. Nesse

contexto três entidades básicas são definidas:

• Os dados - Os dados de entrada e sáıda são gravados algumas vezes durante um

experimento de identificação especificamente projetado, onde o usuário pode

determinar quais sinais medir e quando medi-los e pode também escolher os

sinais de entrada. O projeto de experimentos é o responsável por fazer essas

escolhas de tal forma que os dados se tornem os mais informativos posśıvel,

sujeito a restrições que podem estar dispońıveis. Em outros casos o usuário

pode não ter a possibilidade de afetar o experimento, mas deve usar dados da

operação normal do sistema.
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• O conjunto de modelos - Um conjunto de modelos candidatos é obtido ao se es-

pecificar dentro de que coleção de modelos nós iremos procurar por um modelo

adequado. Não há dúvidas que essa é a escolha mais importante e ao mesmo

tempo mais dif́ıcil do procedimento de identificação de sistemas. É aqui que o

conhecimento prévio e a intuição de engenharia têm que ser combinados com

as propriedades formais dos modelos. Algumas vezes o conjunto de modelos

é obtido depois de uma modelagem cuidadosa. Em outros casos modelos li-

neares padrões podem ser aplicados, sem referência ao contexto f́ısico. Tal

conjunto de modelos, cujos parâmetros são basicamente vistos como véıculos

para ajustar o modelo aos dados e não refletem considerações f́ısicas, é cha-

mado de caixa preta. Conjuntos de modelos com parâmetros ajustáveis com

interpretação f́ısica podem adequadamente ser chamados de caixa cinza.

• Uma medida pela qual os modelos candidatos podem ser avaliados usando

os dados - determinando o melhor modelo no conjunto, guiado pelos dados.

Esse é o método de identificação. A avaliação da qualidade do modelo é

tipicamente baseada no desempenho do modelo quando tentamos reproduzir

os dados medidos.

Uma vez que sejam definidas essas três entidades chega-se, ao menos implicitamente,

num modelo resultante.

GARNIER (2015) discute a importância e a relevância da identificação direta do

sistema em tempo cont́ınuo. São apresentadas as abordagens para identificar direta-

mente modelos de tempo cont́ınuo a partir de dados de entrada e sáıda amostrados.

São apresentadas soluções para situações de rúıdo de medição colorido, identificação

de sistema com atraso de tempo, identificação no domı́nio de frequência, dados não

uniformemente amostrados, identificação de modelo de malha fechada e não linear.
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Caṕıtulo 3

Método Proposto

O presente caṕıtulo faz uso dos conceitos de identificação de sistemas e de propagação

anaĺıtica de incertezas para apresentar os desenvolvimentos deste trabalho na linha

de sintonia de controladores baseada em incerteza de identificação. São apresentadas

três novas metodologias de formulação do problema de otimização para a sintonia

de controladores. A primeira formulação é o problema min-max dentro de uma

região de confiança. A segunda é a otimização de desempenho tradicional com uma

restrição de não violação de estabilidade dentro de um intervalo de confiança. E a

ultima é a minimização da esperança do desempenho.

Na primeira seção é apresentada a arquitetura do sistema de controle, na se-

gunda seção são apresentadas algumas métricas de desempenho clássicas usadas na

sintonia de controladores e nas seções subsequentes são apresentadas cada uma das

três formulações do problema de sintonia. No decorrer do texto são apresentados

os conceitos necessários para as formulações: distância de Mahalanobis, distância

euclidiana ponderada pelo inverso da matriz de covariância dos parâmetros; nota de

robustez de um controlador, importante conceito definido neste trabalho; condições

de otimalidade de primeira ordem de KKT (Karush-Kuhn-Tucker), necessárias ao

tratamento de problemas de otimização aninhados; sistema de sensibilidade, que

permite fazer o cálculo da incerteza da resposta ao degrau de um sistema; e para-

metrização ortonormal, que permite que as incerteza da sáıda do sistema possa ser

decomposta numa soma das incertezas oriundas de cada parâmetro.

3.1 Identificação e Controle realimentado

Na disciplina de controle, o controle realimentado, também chamado de controle

em malha fechada, é aquele que, para o cálculo das variáveis manipuladas a cada

instante, utiliza a medição das variáveis controladas, comparando-a com o sinal de

referência. O controlador possui uma série de parâmetros que devem ser escolhidos

pelo projetista, num processo conhecido como sintonia de controladores. O processo
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de sintonia é favorecido pela existência de um modelo dinâmico da planta, de forma

que o desempenho do controlador possa ser avaliado antes de sua implementação.

Um modelo de sistema dinâmico, por sua vez, possui uma série de parâmetros,

que podem ser estimados a partir de dados históricos da variáveis manipuladas

e controladas da planta, num processo conhecido como estimação de parâmetros,

que tem com produto além dos parâmetros do modelo, uma medida da incerteza

desses parâmetros. Esse processo de execução e sintonia de um controlador pode

ser visto na Figura 3.1, onde as linhas cont́ınuas representam o fluxo de execução do

controlador e as linhas pontilhadas representam a etapa de configuração, dividida

em estimação dos parâmetros do modelo e sintonia do controlador.

Figura 3.1: Diagrama de blocos de controle, sintonia e identificação

3.2 Métricas de desempenho

Na avaliação de controladores, métricas são normalmente utilizadas para medir seu

desempenho num cenário de mudança de referência ou rejeição de perturbação.

Definindo o erro e(t) como sendo o a diferença entre a variável controlada e o sinal

de referência num determinado cenário, a literatura define algumas métricas de

desempenho para o controlador:

1. ISE - Integral do quadrado do erro -
∫ T
0
e(t)2dt

2. IAE - Integral do valor absoluto do erro -
∫ T
0
|e(t)|dt

3. ITSE - Integral do quadrado do erro ponderado pelo tempo -
∫ T
0
te(t)dt

4. ITAE - Integral do valor absoluto do erro ponderado pelo tempo -
∫ T
0
t|e(t)|dt
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Dentre essas métricas, a ISE foi adotada neste trabalho, pois apresenta uma série de

propriedades que são interessantes. Uma delas é que a ISE com horizonte T infinito

pode ser calculado de maneira anaĺıtica para sistemas lineares, conforme mostrado

na subseção a seguir.

3.2.1 ISE multivariável

Primeiro, o conceito de ISE para um sistema multivariável será formalizado. Seja eij

o erro de seguimento da variável j quando dá-se um degrau unitário na referência

da variável i, mantendo todas as outras referências em zero. Tem-se a seguinte

generalização da ISE para sistemas multivariáveis:

ISE =
∑
i

∑
j

∫ ∞
0

e2ij(t)dt (3.1)

Essa generalização é interessante na medida de que:

• Para o caso SISO coincide com a definição original

• Leva em consideração não só o seguimento da variável em que se deu o degrau,

mas também a perturbação causada nas outras

• Também pode ser calculada de maneira anaĺıtica para sistemas dados em

espaço de estado (A,B,C,D)

3.3 ISE anaĺıtica

A métrica ISE é amplamente utilizada na literatura para sintonizar, analisar e com-

parar controladores. A pesar de ser uma métrica clássica, ela é a base para a definição

das métricas propostas nesse trabalho, por tanto, será abordada em detalhes. No

Caṕıtulo 4, de resultados e discussão, a sintonia que minimiza a métrica ISE será

referenciado simplesmente por sintonia ise.

O cálculo da métrica ISE de um sistema linear dado por uma função de trans-

ferência sem atrasos ou em espaço de estados é sempre posśıvel de maneira anaĺıtica.

Ou seja, não é necessário realizar a simulação de um degrau na referência até um

determinado instante de tempo e assim calcular a integral do erro ao quadrado, o

que daria um valor aproximado para a ISE, quando tem-se dispońıvel um cálculo

que nos dá esse valor de maneira exata.

Existem trabalhos que procuram calcular o valor da ISE de maneira anaĺıtica em

contextos mais amplos, como KEALY e O’DWYER (2003) — onde é analisado o

cálculo da ISE de sistemas de primeira ordem com atraso controlados por um PID.

Aqui neste trabalho, apenas os sistemas sem atraso de tempo serão tratados.
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Para uma abordagem mais uniforme dos casos SISO e MIMO, os sistemas line-

ares em função de transferência foram convertidos para um sistema em espaço de

estados, também chamado de realização do sistema. O cálculo da ISE poderia ser

feito diretamente sobre o sistema em função de transferência, mas como a trans-

formação de função de transferência para espaço de estados é mais direta que no

sentido inverso, a representação em espaço de estado foi escolhida. Por simplicidade

os desenvolvimentos também se restringem apenas aos sistemas em espaço de estado

em tempo cont́ınuo, mas um desenvolvimento muito semelhante poderia ser desen-

volvido em tempo discreto, permitindo o cálculo anaĺıtico da ISE também para esses

sistemas.

3.3.1 Fechamento da malha

O primeiro passo no cálculo da ISE da malha fechada da planta com o controlador

é calcular o sistema em malha fechada em função das representações da planta e do

controlador na representação de espaço de estados. Suponha-se que a planta GF e

o controlador C podem ser dados da seguinte maneira.

Planta G:

ẋ = Ax+Bu (3.2)

y = Cx+Du (3.3)

Controlador C:

ż = Ãz + B̃e (3.4)

u = C̃z + D̃e (3.5)

Realimentação:

e = r − y (3.6)

As variáveis tem o seguinte significado: x é o vetor de estados da planta; z, o

vetor de estados do controlador; u, o vetor de variáveis manipuladas; y, o vetor

de variáveis controladas; r, o vetor de referências para as variáveis controladas;e

o vetor de erros de seguimento; (A,B,C,D), matrizes da planta G em espaço de

estados;(Ã, B̃, C̃, D̃), matrizes do controlador C em espaço de estados.

Substituindo (3.3) em (3.6):

e = r − Cx−Du (3.7)
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Substituindo (3.7) em (3.5) e isolando u:

u = C̃z + D̃r − D̃Cx− D̃Du⇒ (I +DD̃)u = C̃z + D̃r − D̃Cx (3.8)

Fazendo (I +DD̃)−1 = F , (3.8) se torna:

u = FC̃z + FD̃r − FD̃Cx (3.9)

Substituindo (3.7) e (3.9) subsequentemente em (3.4):

ż = Ãz + B̃e

= Ãz + B̃r − B̃Cx− B̃Du

= Ãz + B̃r − B̃Cx− B̃DFC̃z − B̃DFD̃r + B̃DFD̃Cx

= (−B̃C + B̃DFD̃C)x+ (Ã− B̃DFC̃)z + (B̃ − B̃DFD̃)r

(3.10)

Substituindo (3.9) em (3.2):

ẋ = Ax+Bu =

= Ax+BFC̃z +BFD̃r −BFD̃Cx =

= (A−BFD̃C)x+BFC̃z +BFD̃r

(3.11)

Substituindo (3.9) em (3.3):

y = Cx+Du =

= Cx+DFC̃z +DFD̃r −DFD̃Cx =

= (C −DFD̃C)x+DFC̃z +DFD̃r

(3.12)

De (3.10), (3.11) e (3.12) tem-se por fim o sistema em espaço de estados resul-

tante: [
ẋ

ż

]
=

[
A−BFD̃C BFC̃

−B̃C + B̃DFD̃C Ã− B̃DFC̃

][
x

z

]
+

[
BFD̃

B̃ − B̃DFD̃

]
r

y =
[
C −DFD̃C DFC̃

] [x
z

]
+
[
DFD̃

]
r

(3.13)

Logicamente, o sistema (3.13) se simplifica bastante quando assume-se que a planta

é estritamente causal, ou seja, que D = 0. Assim, tem-se F = (I + DD̃)−1 = I e
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vários termos desaparecem, resultando em:[
ẋ

ż

]
=

[
A−BD̃C BC̃

−B̃C Ã

][
x

z

]
+

[
BD̃

B̃

]
r

y =
[
C 0

] [x
z

]
+ r

(3.14)

Esse sistema resultante em malha fechada será denotado por T = (Â, B̂, Ĉ, D̂) e

o vetor de estados estendido por x̂ =
[
[x z]>

]
. Agora é fácil fazer a correspondência

entre as matrizes do sistema em malha aberta G = (A,B,C,D) e do controlador

C = (Ã, B̃, C̃, D̃) com as do sistema em malha fechada T = (Â, B̂, Ĉ, D̂):

Â =

[
A−BD̃C BC̃

−B̃C Ã

]

B̂ =

[
BD̃

B̃

]
Ĉ =

[
C 0

]
D̂ = 0

(3.15)

A Equação 3.14 nos dá as matrizes do sistema em malha fechada (Â, B̂, Ĉ, D̂) em

função das matrizes do modelo em malha aberta e do controlador, respectivamente

(A,B,C,D) e (Ã, B̃, C̃, D̃). Pode-se ver que o parâmetros da malha fechada depen-

dem dos parâmetros da malha aberta de maneira linear, com exceção do termoBD̃C.

É interessante perceber que se B ou C são constantes, ou seja, não foram identi-

ficados e sim fixados, os parâmetros da malha fechada dependem dos parâmetros

da malha aberta de maneira linear, assim a propagação da incerteza é exata, sem

aproximações. Caso contrário, ou seja, se B e C são ambas identificadas, a pro-

pagação anaĺıtica de incerteza fornece apenas uma aproximação da covariância dos

parâmetros da malha fechada, os quais não seguem mais uma distribuição normal

multivariada.

O Sistema 3.14 ainda não está no formato apropriado para o cálculo da ISE

anaĺıtica. A transformação necessária é desenvolvida a seguir.

3.3.2 Transformação do sistema

O objetivo neste ponto é transformar um sistema em malha fechada cujas entrada e

sáıda são, respectivamente, o sinal de referência e o valor das variáveis controladas

em um sistema cujas entrada e sáıda são, respectivamente, a derivada do sinal

referência e o erro de seguimento. O valor anaĺıtico da métrica ISE é justamente a

norma dois do sistema resultante.
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Seja o sistema estável em malha fechada cujo vetor de entrada r é o sinal de

referência e o vetor de sáıda y é o valor das variáveis controladas:

ẋ = Âx+ B̂r

y = Ĉx+ D̂r
(3.16)

Nesta seção, o sistema (A,B,C,D) se refere ao modelo em malha fechada, di-

ferentemente da Seção 3.3.1, onde se refere ao modelo em malha aberta. Seja x̄ o

estado estacionário quando o vetor de referência r é igual a r̄. Pela condição de

estabilidade em malha fechada tem-se:

0 = Âx̄+ B̂r̄

r̄ = Ĉx̄+ D̂r̄
(3.17)

Como o sistema é estável, Â é inverśıvel e pode-se escrever:

x̄ = −Â−1B̂r̄ (3.18)

Substituindo esse resultado na segunda equação de (3.17) tem-se:

r̄ = −ĈÂ−1B̂r̄ + D̂r̄ ⇒ I = −ĈÂ−1B̂ + D̂ ⇒ −ĈÂ−1B̂ = I − D̂ (3.19)

A Equação 3.19 vale para todos os sistemas como (3.16) que representam uma malha

fechada estável. Derivando dos dois lados a equação (3.16) tem-se:

ẍ = Âẋ+ B̂ṙ

ẏ = Ĉẋ+ D̂ṙ
(3.20)

Multiplicando os dois lados da segunda equação de (3.20) tem-se:

−ĈÂ−1x = −Ĉx−ĈÂ−1B̂r = −Ĉx−ĈÂ−1B̂r = −Ĉx+(I−D̂)r = r−y = e (3.21)

Substituindo (3.21) em (3.20) tem-se o seguinte sistema em espaço de estados que

tem como entrada a derivada da referência e como sáıda o erro de seguimento:

ẍ = Âẋ+ B̂ṙ

e = −ĈÂ−1ẋ
(3.22)

Pela definição dada na Equação 3.24, a norma dois desse sistema transformado é

a ISE desejada. De fato, a norma dois de um sistema é o somatório da integral

do quadrado das sáıdas quando é dado um impulso em cada entradas. No sistema

(3.22) um impulso na entrada ṙi equivale a um degrau na referência ri, enquanto a
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sáıda é justamente o erro de seguimento e. A seguir a norma dois e seu cálculo são

explicados em maiores detalhes.

3.3.3 Norma dois de um sistema

Seja um sistema G com n entradas e m sáıdas em espaço de estados:

ẋ = Ax+Bu

y = Cx+Du
(3.23)

Seja hij a j-ésima sáıda do sistema para um impulso na i-ésima variável de

entrada. Pode-se definir a norma dois do sistema G como:

‖G‖2 =

√√√√ n∑
i=1

m∑
j=1

∫ ∞
0

hij(t)2dt (3.24)

SKOGESTAD e POSTLETHWAITE (2007) mostram que essa formulação é

equivalente a outra, baseada no comportamento estat́ıstico da sáıda do sistema

quando a entrada é aleatória. Segundo os autores, o quadrado da norma dois de um

sistema é igual ao somatório das variâncias das sáıdas do sistema quando as entradas

são rúıdos brancos gaussianos independentes de média zero e desvio padrão 1. Ou

seja:

‖G‖22 =
m∑
j=1

σ2
yi

= tr(σ2
y) = tr(P ) (3.25)

Onde σ2
yi

e σ2
y = P denotam, respectivamente, a variância estacionária da sáıda

yi e a matriz de covariância estacionária do vetor de sáıda y quando as entradas são

rúıdos brancos gaussianos independentes de média zero e desvio padrão 1.

BRYSON (2018) mostra que P , matriz de covariância estacionária da sáıda do

sistema, pode ser calculada a partir de Q, matriz de covariância estacionária do

vetor de estados do sistema:

P = CQC> +DD> (3.26)

Para o cálculo de Q, BRYSON (2018) apresenta a equação de Lyapunov:

AQ+QA> +BB> = 0 (3.27)

A Equação (3.27) é matricial e linear em relação a cada uma dos elementos da
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matriz Q. SHESTOPAL (1976) propõe a seguinte solução:

(In ⊗ A+ A> ⊗ In)vec(Q) = −vec(BB>) (3.28)

Em que In é a matriz identidade de ordem n, ⊗ é o produto de Kronecker e vec

denota a operação de concatenação de colunas.

Isso conclui a apresentação do procedimento de cálculo da ISE de maneira

anaĺıtica. Não é dif́ıcil obter por meio de uma ferramenta de diferenciação au-

tomática as derivadas da ISE em relação aos parâmetros de sintonia, o que é útil

para uma otimização da sintonia do controlador para o modelo nominal, ou seja,

o modelo considerado como determińıstico. As derivadas da ISE em relação aos

parâmetros do modelo também pode ser calculadas e são usadas a seguir para ob-

tenção das condições de KKT nas sintonias pela minimização do pior caso e mini-

mização restrita da ISE, apresentadas a seguir.

3.4 Minimização do pior caso da ISE

Os problemas min-max são problemas t́ıpicos na disciplina de otimização e ocor-

rem naturalmente quando se deseja uma abordagem conservadora para atacar o

problema, ou seja, deseja-se minimizar o pior desempenho esperado. No caso aqui

abordado, o vetor aleatório dos parâmetros p pode assumir qualquer valor no espaço

de parâmetros. Dessa forma resolver o problema min-max é imposśıvel pois não im-

porta qual sintonia se escolha para o controlador haverá plantas com desempenhos

infinitamente ruins. É preciso limitar uma região no entorno da planta nominal

para a qual se quer resolver o problema min-max. Para fazer isso de maneira mais

formal irá se utilizar a definição de distância de Mahalanobis, conforme DE MAES-

SCHALCK et al. (2000).

No Caṕıtulo 4 a sintonia baseado na minimização do pior caso da ISE será

referenciado simplesmente por sintonia minmax.

3.4.1 Distância de Mahalanobis

A distância de Mahalanobis é uma medida usada no contexto da distribuição normal

multivariada para saber o quanto um determinado vetor está distante da média da

distribuição. Ela se diferencia da distância euclidiana pois leva em consideração a

matriz de covariância, ponderando as direções de maneira inversamente proporcional

à incerteza naquela direção. Formalmente, dado um vetor aleatório p = N (p̄, σ2
p), a

distância de Mahalanobis DM(q) de um vetor q a p é definida como:

DM(q) = ‖q − p̄‖(σ2
p)
−1 =

√
(q − p̄)>(σ2

p)
−1(q − p̄) (3.29)
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o operador ‖ • ‖(σ2
p)
−1 representa a norma euclidiana ponderada pela matriz (σ2

p)
−1,

ou seja, pelo inverso da matriz de covariância. Essa definição foi feita de tal forma

que desvios de q em relação a p̄ são mais penalizados em direções de baixa incerteza

e menos penalizados em direções de alta incerteza. As superf́ıcies definidas por uma

distância de Mahalanobis constante são superf́ıcies de ńıvel da função densidade de

probabilidade de p, elipsóides para uma distribuição normal multivariada. As regiões

definidas por uma distância de Mahalanobis menor que uma constante, são regiões

de confiança do modelo com parâmetro p. Regiões de confiação de 1, 2 ou 3 desvios

padrão são correspondentes à distância de Mahalanobis 1, 2 e 3, respectivamente.

3.4.2 Definição min-max

Uma vez definido o conceito de distância de Mahalanobis, pode-se chegar a uma

definição do problema de otimização de sintonia min-max para o modelo identificado

com incertezas. Seja G o modelo identificado, DM a distância de Mahalanobis

associada a seu vetor de parâmetros e nσ o número de desvios padrão da região de

confiança que deseja-se trabalhar. O problema min-max de sintonia é formulado da

seguinte forma:

min
C

max
G

ISE(C,G)

s.a.DM(G) ≤ nσ

(3.30)

Seja (C∗,G∗) a solução desse problema de otimização. O controlador C∗ é o contro-

lador ótimo para a região de confiança definida por nσ desvios padrão e a planta G∗

é a planta para a qual ele apresenta o pior desempenho dentro dessa mesma região

de confiança. Isso significa que para qualquer outro controlador C existe uma planta

G dentro da região de confiança tal que o desempenho de C na planta G é igual ou

pior que o desempenho de C∗ controlando G∗ .

Do ponto de vista algoŕıtmico, esse problema parece dif́ıcil de ser resolvido, uma

vez que se trata de dois problemas de otimização aninhados: a função objetivo do

problema de otimização é em si um outro problema de otimização. Existem algumas

maneiras de se contornar esse problema computacional e a abordagem por condições

de KKT foi escolhida. Primeiro observa-se que o problema pode ser reformulado da

seguinte forma:

min
C

pior(C) (3.31)

na qual pior(C) está denotando a função que dá a ISE de pior caso dentro da região

de confiança definida por nσ desvios padrão, e sua formulação como problema de
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otimização é dada pela Equação 3.32.

pior(C) = max
G

ISE(C,G)

s.a.DM(G) ≤ nσ

(3.32)

A função pior(C) será convertida de um problema de otimização em um sistema de

equações algébricas usando as condições de KKT de primeira ordem.

3.4.3 Condições de KKT de primeira ordem

Segundo SOLODOV e IZMAILOV (2005), as condições de KKT de primeira ordem

são condições necessárias mas não suficientes para a solução de um problema de

minimização com restrições de igualdade e desigualdade.

Sejam f : Rn → R, g : Rn → Rm e g : Rn → Rl e o seguinte problema de

otimização com restrições:

min
x
f(x)

s.a. g(x) ≤ 0, h(x) = 0
(3.33)

A condições de KKT de primeira ordem para esse problema são:

∇f(x) + µ>∇g(x) + λ>∇h(x) = 0 (3.34)

µigi(x) = 0,∀i ∈ {1, ...,m} (3.35)

gi(x) ≤ 0,∀i ∈ {1, ...,m} (3.36)

hj(x) = 0,∀j ∈ {1, ..., l} (3.37)

µi ≥ 0,∀i ∈ {1, ...,m} (3.38)

Irá se aplicar as condições de KKT à Equação 3.32. Por simplicidade supomos

que na solução a restrição de desigualdade estará ativa, de forma a podermos su-

bistúı-la por uma restrição de igualdade. Isso equivale à suposição de que a planta de

pior desempenho estará na fronteira da região de confiança. Sem o termo referente à

restrição de desigualdade, as condições de KKT para a Equação 3.32, se resumem à

aplicação das Equações 3.34 e 3.37, resultando, respectivamente, nas Equações 3.39

e 3.40.

∂ISE(C,G)

∂G
+ λ

∂DM(G)

∂G
= 0 (3.39)

DM(G)− nσ = 0 (3.40)

Substituindo as condições dadas palas Equações 3.39 e 3.40 na Equação 3.31
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obtem-se o problema de otimização dado pela 3.41, o qual pode ser resolvido usando

algum algoritmo de otimização e uma rotina de diferenciação automática para as

derivadas.

min
C,G,λ

ISE(C,G)

s.a.
∂ISE(C,G)

∂G
+ λ

∂DM(G)

∂G
= 0

DM(G)− nσ = 0

(3.41)

3.5 Minimização restrita da ISE nominal

Uma outra maneira de formular o problema de sintonia ótima é tomando como

função objetivo a ISE do modelo nominal identificado, acrescentando uma restrição

de garantia de estabilidade numa região de confiança, para levar em consideração a

incerteza de identificação. Antes de formular formalmente o problema de otimização

precisa-se fazer a definição de nota de robustez de um controlador para formalizar

o conceito de garantia de estabilidade numa região de confiança.

No Caṕıtulo 4, de resultados e discussões, a sintonia que minimiza a ISE sujeito

a restrição de robustez será referenciada simplesmente por sintonia iseres.

3.5.1 Nota de robustez de um controlador

A nota de robustez de um controlador frente a um modelo identificado com incertezas

é um conceito importante desenvolvido neste trabalho. A nota de robustez de um

controlador C nada mais é que a menor distância (no sentido de Mahalanobis) do

modelo identificado G a um modelo G∗ que instabiliza a malha fechada, ou seja,

que o par (G∗,C) é instável. De maneira formal:

nota(C) = min
G

DM(G)

s.a. (G,C) instável
(3.42)

O controlador ter nota de robustez nσ significa que ele é estável em todo região de

confiança definido por nσ desvios padrão.

Supõe-se que a condição do par planta-controlador (G,C) ser instável pode ser

convertida numa condição de estabilidade marginal, ou seja, que a restrição estará

ativa no ótimo. O teorema de estabilidade de Nyquist generalizado para sistemas

MIMO, segundo SKOGESTAD e POSTLETHWAITE (2007) é dado da seguinte

forma:

Seja Pol o número de pólos instáveis em malha aberta de L(s) = G(s)C(s). O

sistema em malha fechada de L(s) com um realimentação negativo é estável se e
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somente se o diagrama de Nyquist de det(I + L(s))

1. Circula a origem Pol vezes no sentido anti-horário

2. Não passa pela origem

Dado o teorema de estabilidade de Nyquist, por continuidade mostra-se que

a condição (G,C) ser marginalmente estável implica que o diagrama de Nyquist

de det(I + G(s)C(s)) passe pela origem em algum s = jω. Essa condição será

considerada como restrição no problema de otimização.

Os próximos passos para implementar essa restrição é calcular o sistema em

espaço de estados resultante dos sistemas controlador e planta colocados em série.

De fato tem-se, Planta:

ẋ = Ax+Bu (3.43)

y = Cx+Du (3.44)

Controlador:

ż = Ãz + B̃e (3.45)

u = C̃z + D̃e (3.46)

Substituindo 3.46 em 3.43 e em 3.44 :

ẋ = Ax+Bu = Ax+BC̃z +BD̃e

y = Cx+DC̃z +DD̃e
(3.47)

O que resulta no seguinte sistema em espaço de estados resultante para o sistema

em série: [
ẋ

ż

]
=

[
A BC̃

0 Ã

][
x

z

]
+

[
BD̃

B̃

]
e

y =
[
C DC̃

] [x
z

]
+DD̃e

(3.48)

Ainda precisa-se fazer a conversão de um sistema em espaço de estados GC =

(A,B,C,D) para um sistema em matriz de função de transferência L(s) =

G(s)C(s). Isso pode ser feito tomando a transformada de Laplace no sistema:

ẋ = Ax+Bu (3.49)

y = Cx+Du (3.50)

O que nos dá:

24



sX = AX +BU (3.51)

Y = CX +DU (3.52)

Da qual:

X = (sI−A)−1BU ⇒ Y = C(sI−A)−1BU+DU =
[
C(sI − A)−1B +D

]
U (3.53)

E dáı tem-se que L(s) = C(sI − A)−1B + D. Quando se faz s = jω surge o

problema de inverter uma matriz complexa. Para obter a parte real e imaginária

de M(jω) = I + L(jω) sem essa inversão matricial complexa, faz-se as seguintes

manipulações:

M(jω) = I + (jω)

= I + C(jωI − A)−1B +D =

= I + C(jωI − A)−1(−jωI − A)−1(−jωI − A)B +D =

= I + C(ω2I + A2)−1(−jωI − A)B +D =

= I − C(ω2I + A2)−1AB +D − jωC(ω2I + A2)−1B =

= M0 + jM1

(3.54)

Explicitando assim as partes reais e imaginárias de M(jω), respectivamente M0 =

I − C(ω2I + A2)−1AB +D e M1 = −ωC(ω2I + A2)−1B.

Agora precisa-se de uma metodologia de cálculo para o determinante de um

matriz complexa. Esse cálculo poderia se dar de maneira imediata de maneira

análoga a matrizes reais, mas como se está lidando com rotinas de diferenciação

automática, normalmente os cálculos estão implementados apenas para o caso real,

então precisa-se reduzir o caso complexo ao caso real. Para formular o teorema que

nos permitirá fazer esse cálculo, alguma notação será introduzida primeiro . Seja

M uma matriz complexa com partes reais e complexas das respectivamente pelas

matrizes M0 e M1. Seja Mi, M
1
i e M0

i cada uma das n colunas de M , M0 e M1,

respectivamente. De tal sorte que:

M = M0 + jM1

M =
[
M1 M2 · · · Mn

]
M0 =

[
M0

1 M0
2 · · · M0

n

]
M1 =

[
M1

1 M1
2 · · · M1

n

]
(3.55)
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Tem-se então o seguinte resultado:

det(M) =
∑

x∈{0,1}n
det(

[
Mx1

1 Mx2
2 · · · Mxn

n

]
) (3.56)

Ou seja, o determinante da matriz complexa M pode ser decomposto em 2n deter-

minantes de matrizes reais, em que n é número de linhas da matriz M .

3.5.2 Problema de otimização e condições de KKT

Seja Ḡ o modelo nominal identificado. Dado um intervalo de confiança nσ define-se

o problema de sintonia por minimização restrita da ISE nominal da seguinte forma:

min
C

ISE(Ḡ,C)

s.a. nota(C) ≥ nσ

(3.57)

Como no caso da sintonia minmax, surgem alguns problemas de ordem prática para

serem resolvidos, pois o cálculo da nota de robustez de um controlador é em si

um problema de otimização, portanto, tem-se mais uma vez um caso de problemas

de otimização aninhados. Dessa vez o problema de otimização mais interno está

na restrição de desigualdade e não na função objetivo, como no caso da sintonia

minmax. Para contornar essa questão mais uma vez as condições de KKT serão

aplicadas para transformar o segundo problema de otimização num conjunto de

equações algébricas.

Voltando à Equação 3.42 onde é definida a nota de robustez de um controlador,

precisa-se aplicar as condições de KKT a esse problema de otimização. Como foi

apresentado na Seção 3.5.1, pelo o teorema de estabilidade de Nyquist, a condição

(G,C) ser marginalmente estável é equivalente a det(I + G(jω)C(jω)) = 0 para

algum ω. Definindo:

N(C,G, ω) =

[
Re(det(I + G(jω)C(jω)))

Im(det(I + G(jω)C(jω)))

]
(3.58)

Pode-se reescrever a definição de nota de robustez (Equação 3.42) de maneira

formal da seguinte maneira:

nota(C) = min
G,ω

DM(G)

s.a.N(C,G, ω) = 0
(3.59)

As condições de KKT para a Equação 3.59, se resumem à aplicação das Equações

3.34 e 3.37, resultando respectivamente nas Equações 3.60 e 3.61.
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∂DM(G)

∂G
+ λ>

∂N(C,G, ω)

∂G
= 0

∂N(C,G, ω)

∂ω
= 0

(3.60)

N(C,G, ω) = 0 (3.61)

Substituindo as condições dadas palas Equações 3.60 e 3.61 na Equação 3.57

obtém-se o problema de otimização dado pela Equação 3.62, o qual pode ser resolvido

usando algum algoritmo de otimização e uma rotina de diferenciação automática

para as derivadas.

min
C,G,ω,λ

ISE(C, Ḡ)

s.a.DM(G) = nσ

∂DM(G)

∂G
+ λ>

∂N(C,G, ω)

∂G
= 0

λ>
∂N(C,G, ω)

∂ω
= 0

N(C,G, ω) = 0

(3.62)

Todos os códigos necessários para a formulação e solução dos problemas de oti-

mização estão dispońıveis no Apêndice D.

3.6 Minimização da esperança da ISE (EISE)

A minimização da ISE pode se mostrar uma abordagem para a sintonia muito oti-

mista, pois a incerteza da planta é ignorada em todo o processo. Dessa forma não

há qualquer compromisso com o desempenho do controlador em malha fechada no

caso em que a planta difira do modelo identificado, ou seja, falta robustez à sintonia

do controlador. Uma maneira de contornar isso é realizar a minimização do valor

esperado da ISE. Esse valor esperado será tomado sobre o espaço n-dimensional dos

parâmetros do modelo, ou seja, sobre o Rn. Dessa forma se cria um compromisso

entre o desempenho do controlador frente ao modelo e frente a toda posśıvel planta,

ponderada pela sua probabilidade. Esse proposta parece um tanto intratável, mas

é mostrado a seguir como ela pode ser abordada, permitindo inclusive o seu cálculo

de maneira anaĺıtica. para tanto o primeiro passo é a definição da análise de sen-

sibilidade de um sistema G dado em espaço de estados pela matrizes A,B,C e D e

um parâmetro p do qual cada uma das matrizes do sistema pode ser função.

No Caṕıtulo 4, de resultados e discussões, a sintonia que minimiza a esperança

da ISE será referenciada simplesmente por sintonia eise.
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Pela definição de EISE:

EISE = E (ISE) = E

(∑
i

∑
j

∫ ∞
0

e2ij(t)dt

)
(3.63)

Como o operador de esperança é linear tem-se:

EISE =
∑
i

∑
j

∫ ∞
0

E(e2ij(t))dt (3.64)

Mas sabe-se da estat́ıstica que, para qualquer variável aleatória X, V AR(X) =

E(X2)− E(X)2 . Donde E(X2) = E(X)2 + V AR(X). Donde:

EISE =
∑
i

∑
j

∫ ∞
0

E(eij(t))
2 + V AR(eij(t))dt =

=
∑
i

∑
j

∫ ∞
0

E(eij(t))
2dt+

∑
i

∑
j

∫ ∞
0

V AR(eij(t))dt =

= ISE + IV E

(3.65)

onde defini-se a IVE como sendo a integral da variância do erros, somado na matriz

de respostas de cada sáıda a um degrau unitário na referência cada entrada

3.6.1 Sistema de sensibilidade

Dado um parâmetro p ∈ R, fixo no tempo, e um sistema G dado pelo espaço de

estados (A,B,C,D) onde cada uma das matrizes A,B,C e D é função de p, ou seja,

A = A(p), B = B(p), C = C(p) e D = D(p). Pode-se diferenciar implicitamente o

seguinte sistema em relação ao parâmetro p:

ẋ = Ax+Bu (3.66)

y = Cx+Du (3.67)

O que nos dá:

∂ẋ

∂p
=

∂A

∂p
x+ A

∂x

∂p
+
∂B

∂p
u (3.68)

∂y

∂p
=

∂C

∂p
x+ C

∂x

∂p
+
∂D

∂p
u (3.69)

(3.70)

Colocando em notação matricial:
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[
ẋ
∂ẋ
∂p

]
=

[
A 0
∂A
∂p

A

][
x
∂x
∂p

]
+

[
B
∂B
∂p

]
u (3.71)

∂y

∂p
=
[
∂C
∂p

C
] [ x

∂x
∂p

]
+
∂D

∂p
u (3.72)

Esse sistema resultante é o sistema de sensibilidade do sistema G = (A,B,C,D)

em relação ao parâmetro p, que será representado por ∂G/∂p.

3.6.2 Reparametrização ortonormal

Define-se aqui uma parametrização ortonormal como sendo aquela em que a matriz

de covariância é igual à matriz identidade. Dado um vetor de parâmetros p com

matriz de covariância inverśıvel σ2
p sempre é posśıvel encontrar um outro vetor q =

Mp tal que a matriz de covariância de q, ou seja σ2
q = Mσ2

pM
>, é igual à matriz

identidade. Com efeito, uma matriz de covariância inverśıvel é positiva definida

e, sendo assim, possui uma fatoração de Cholesky σ2
p = LL>, com L inverśıvel.

Tomando M = L−1 tem-se:

σ2
q = Mσ2

pM
> = L−1(LL>)L−> = (L−1L)(L>L−>) = II = I (3.73)

Uma outra maneira de se obter o mesmo resultado é relembrar que toda matriz

positiva definida pode ser diagonalizada por uma matriz ortonormal U , de tal forma

que σ2
q = UDU>, com D diagonal. FazendoD−1/2 denotar o inverso da raiz quadrada

tomado elemento a elemento da matriz D e M = D−1/2U> tem-se:

σ2
q = Mσ2

pM
> = (D−1/2U>)(UDU>)(UD−1/2) = D−1/2(U>U)D(U>U)D−1/2 = I

(3.74)

3.6.3 O cálculo da EISE anaĺıtica

Pelo resultado apresentado na Equação 3.65, o cálculo do EISE pode ser decomposta

no cálculo da ISE e da IVE, uma vez que EISE = ISE+IV E. Na Subsecção 3.3 já

foi apresentado como pode ser feito o cálculo anaĺıtico da ISE. Nesta seção trata-se

do cálculo anaĺıtico da IVE. Como foi definido na Equação 3.65:

IV E =
∑
i

∑
j

∫ ∞
0

V AR(eij(t))dt (3.75)
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com eij denotando sinal de erro de cada variável controlada i a um degrau unitário

na referência da variável controlada j. O termo V AR(eij(t)) será desenvolvido.

Aplicando a propagação anaĺıtica de incerteza do vetor de parâmetros p para o erro

eij tem-se:

V AR(eij(t)) =
∂eij
∂p

σ2
p

(
∂eij
∂p

)>
(3.76)

Supondo que a parametrização p seja ortonormal, ou seja, que a matriz σ2
p é

igual à identidade, tem-se:

V AR(eij(t)) =
∂eij
∂p

∂eij
∂p

>
=
∑
k

(
∂eij
∂pk

)2

(3.77)

Substituindo esse resultado na Equação 3.75 tem-se:

IV E =
∑
i

∑
j

∫ ∞
0

∑
k

(
∂eij
∂pk

)2

dt =
∑
i

∑
j

∑
k

∫ ∞
0

(
∂eij
∂pk

)2

dt =

=
∑
k

(∑
i

∑
j

∫ ∞
0

(
∂eij
∂pk

)2

dt

)
=
∑
k

∥∥∥∥∂G

∂pk

∥∥∥∥2
2

(3.78)

Aqui ∂G/∂pk denota o sistema de sensibilidade do sistema G em relação ao

parâmetro pk, conforme definido na Seção 3.6.1, e o operador ‖ • ‖2 denota a norma

dois do sistema, cujo cálculo já foi detalhado na Seção 3.3.
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Caṕıtulo 4

Resultados e Discussões

4.1 Ambiente computacional

Todas as sintonias apresentadas nesta seção de resultados foram implementadas

e calculadas em ambiente Python utilizando a biblioteca CasADi (ANDERSSON

et al. (2012)). O CasADi é uma ferramenta de código aberto para otimização não

linear e diferenciação automática. Foi idealizado para a implementação rápida, mas

eficiente, de diferentes métodos para otimização dinâmica, tanto em um contexto

offline como para controle preditivo não linear (NMPC). O componente principal

do CasADi é uma estrutura simbólica que implementa diferenciação automática em

grafos de expressões para construir gradientes, Jacobianas e Hessianas, densas ou

esparsas. Uma caracteŕıstica muito importante e que foi usada neste trabalho é que

sistemas algébrico diferenciais podem ser calculados usando interfaces para solvers

externos, tais como IDA (HINDMARSH (2000)) / CVODES (SERBAN e HIND-

MARSH (2005)) da SUNDIALS (HINDMARSH et al. (2005)), com derivadas de or-

dem arbitrária calculadas automaticamente usando equações de sensibilidade. Outra

caracteŕıstica do CasADi extensamente utilizada foi a otimização não linear (NLP),

que também possuem interfaces, para solvers, tais como IPOPT (BIEGLER e ZA-

VALA (2009)), BONMIN (BONAMI e LEE (2007)), BlockSQP (JANKA (2015)),

WORHP (BÜSKENS e WASSEL (2012)), KNITRO (WALTZ e NOCEDAL (2003))

e SNOPT (GILL et al. (2005))).

A máquina utilizada apresentava as seguintes configurações: - Processador Intel

Core i7 - Memória 8 GB - Sistema Operacional Windows 10 64 bits
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4.2 Sintonia PID para planta SISO linear

4.2.1 Apresentação da planta, modelo e controlador

Para testar as técnicas de sintonia propostas no trabalho foram escolhidas algumas

plantas com caracteŕısticas apropriadas para essa avaliação. Para o caso SISO linear

a planta escolhida foi uma planta de segunda ordem com resposta inversa e sobre-

sinal, que é considerado um problema relativamente dif́ıcil. A planta escolhida foi

então:

G(s) =
−s+ 1

s2 + s+ 1
(4.1)

O modelo escolhido para ser identificado foi um modelo de mesma estrutura que

a planta:

G(s) =
b1s+ b0

s2 + a1s+ a0
(4.2)

De tal forma que o vetor de parâmetros a serem identificados é dado por:

p =


b1

b0

a1

a0

 (4.3)

O propósito do trabalho não é o processo de identificação em si mas como usar o

seu produto, ou seja, parâmetros e incerteza de parâmetros, no processo de sintonia

de controladores. Pode-se supor por exemplo que foi utilizado uma identificação por

mı́nimos quadrados - que, sobre certas hipóteses, produz estimativas não enviesadas

para os parâmetros - e tenham sido obtidos os seguintes resultados para o vetor de

parâmetro e matriz de covariância dos parâmetros:

p̄ =


−1

1

1

1

 σ2
p = 0,16


1 0,5 0 0

0,5 1 0,5 0

0 0,5 1 0,5

0 0 0,5 1

 (4.4)

Dessa forma, como a diagonal da matriz de covariância tem valores iguais a 0,16,

está sendo suposto que a identificação nos deu parâmetros com desvio padrão de 0,4

e correlacionados entre si.

A resposta ao degrau do modelo com região de confiança correspondente a 1

desvio padrão pode ser vista na Figura 4.1.

O controlador a ser utilizado para controlar essa planta é o seguinte controlador

PID em realimentação.
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Figura 4.1: Resposta ao degrau do modelo com região de confiança correspondente
a 1 desvio padrão

C(s) = Kp+Ki
1

s
+Kd

s

αs+ 1
(4.5)

em que Kp é o ganho proporcional, Ki o ganho integral, Kd o ganho derivativo e

α o fator do filtro derivativo, que não será sintonizado mas fixado no valor de 0,1.

4.2.2 Comparação de sintonias e tempo computacional

Após selecionado o modelo identificado com seu correspondente vetor de parâmetro

e matriz de covariância esses dados foram utilizados para sintonizar os ganhos pro-

porcional, integral e derivativo de um controlador PID em realimentação. A partir

daqui, a seguinte nomenclatura para referenciar cada sintonia:

1. sintonia ise - parâmetros do controlador sintonizados para minimizar a ISE

2. sintonia eise - parâmetros do controlador sintonizados para minimizar a EISE,

ou seja, o valor esperado da ISE.

3. sintonia minmax - parâmetros do controlador sintonizados para minimizar o

pior caso da ISE dentre todas as plantas dentro de um determinado intervalo

de confiança do modelo.
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4. sintonia iseres - parâmetros do controlador sintonizados para minimizar a ISE

do modelo nominal mas garantindo uma nota de robustez mı́nima para contro-

lador, ou seja, garantindo que para qualquer planta dentro de um determinado

intervalo de confiança o controlador ainda é estável.

Os métodos de sintonia ise e eise não precisam de parâmetros. O método minmax

precisa que estipule-se a região de confiança que vai se considerar o pior caso e o

método iseres precisa que estipule-se a nota de robustez desejada para o controlador.

Nesse exemplo SISO linear foi escolhido uma região de confiança de 1,0 desvio padrão

para o método minmax e uma nota de robustez de 1,5 para o método iseres.

Os tempos computacionais necessários para cada sintonia estão listados na Ta-

bela 4.1.

Tabela 4.1: Tempo computacional de cada sintonia

sintonia tempo
ise 0,11s
eise 21,11s

minmax 0,61s
iseres 0,17s

Percebe-se que todas sintonias exceto a eise tiveram um cálculo praticamente ins-

tantâneo. A sintonia eise nesse caso é a mais demorada entre outras coisas porque

além do modelo nominal são criado um modelo de sensibilidade para cada parâmetro

(conforme Equações 3.71 e (3.72) na página 29), que são incorporados à função ob-

jetivo de forma a se poder calcular a EISE de maneira anaĺıtica. Das sintonias

restantes a ise é a mais rápida pois ela é a única irrestrita. As demais, ou seja,

a minmax e iseres, têm restrições que são em si mesmas outros problemas de oti-

mização: o cálculo do pior caso, para o minmax; e o cálculo da nota de robustez do

controlador, para o iseres. Pode-se ver que a tradução dessas restrições via condições

de KKT foi eficiente de forma a não prejudicar muito o tempo computacional.

Os valores para os ganho proporcional, integral e derivativo para cada sintonia

são apresentados na Tabela 4.2.

Tabela 4.2: Parâmetros de cada sintonia

sintonia
parâmetros

Kp Ki Kd
ise 0,457 0,488 0,479
eise 0,401 0,419 0,443

minmax 0,307 0,382 0,376
iseres 0,399 0,435 0,540
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Vê-se que os maiores ganho proporcional e integral foram dados ambos pela

sintonia ise. Isso era previśıvel pois essa sintonia não tem nenhum compromisso

com a robustez do controlador à incerteza do modelo, apenas com o desempenho

para o modelo nominal. As demais sintonias apresentaram ganhos proporcionais

mais baixos, com ganhos integrais e derivativos variados.

4.2.3 Desempenho controlando modelo nominal

Aplicando cada um dos controladores sintonizados ao modelo nominal, a resposta a

um degrau unitário na referência pode ser visto na Figura 4.2. As ações de controle

correspondentes são mostradas na Figura 4.3.

Figura 4.2: Desempenho dos controladores frente ao modelo nominal

Como esperado a sintonia ise apresentou a resposta mais rápida seguida pela

sintonia iseres (que também tem como função objetivo o desempenho nominal),

pela sintonia eise e, por fim, pela sintonia minmax, que é mais conservativa. Para

fazer essa comparação de desempenho de maneira anaĺıtica, segue na Tabela 4.3 o

valor da métrica ISE calculado de maneira anaĺıtica e com horizonte infinito para

cada sintonia.

Como não podia deixar de ser, a sintonia ise apresentou o melhor ISE. De fato,

a sintonia ise apresenta métrica ISE melhor que qualquer outro controlador PID.

35



Figura 4.3: Variável manipulada dos controladores frente ao modelo nominal

Tabela 4.3: Valor da ISE para cada sintonia

sintonia ISE
ise 2,046
eise 2,081

minmax 2,195
iseres 2,101

É interessante perceber que, no caso da sintonia minmax e iseres, poderia-se fazer

os seus resultados convergirem para o resultado da sintonia ise apenas diminuindo

gradualmente o valor do intervalo de confiança: conforme a região de confiança

diminui, o pior caso converge para o caso nominal. Com um intervalo de confiança

igual a zero teria-se uma planta de pior caso igual ao modelo nominal, e portanto uma

sintonia minmax igual à sintonia ise. Também a sintonia eise pode apresentar um

comportamento semelhante caso se diminua gradualmente a matriz de covariância

dos parâmetros, com um fator multiplicativo, por exemplo. Para uma matriz de

covariância nula, ou seja certeza absoluta do valor dos parâmetros identificados, a

sintonia eise também acaba coincidindo com a sintonia ise.
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4.2.4 Desempenho controlando modelo incerto

Passando agora à primeira métrica proposta pelo trabalho para analisar a robustez

de um controlador e assim realizar a sua sintonia: a EISE, esperança da integral

do quadrado do erro. Esse método de sintonia não possui parâmetros próprios de

ajuste, como o intervalo de confiança no caso das sintonias minmax e iseres, embora

um fator multiplicativo possa ser aplicado à matriz de covariância dos parâmetros

identificados para aumentar ou diminuir a incerteza do modelo identificado.

O resultados observados estão apresentados na Figura 4.4.

Figura 4.4: Desempenho dos controladores considerando incerteza do modelo

Cada um dos gráficos mostra o desempenho do controlador frente ao modelo

nominal e uma região de incerteza correspondendo a um intervalo de confiança de 1

desvio padrão. Conforme apresentado no desenvolvimento 3.65 na página 28, tem-

se que EISE = ISE + IV E, dessa forma a EISE pode ser interpretada no gráfico

como a integral do erro ao quadrado mais a integral do desvio padrão do erro ao

quadrado. Os valores da ISE e IVE não têm relação direta, sendo assim um menor

valor de ISE não implica em um baixo valor de IVE. De fato em muitos cenários

pode-se esperar o oposto: um controlador agressivo, com baixa ISE nominal, apre-

senta alta incerteza e IVE; um controlador suave, com alta ISE nominal, apresenta

baixa incerteza e IVE. Como vê-se, o processo de sintonia pode ser visto como a

obtenção de um compromisso entre ISE, desempenho nominal, e IVE, incerteza no
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desempenho. o EISE = ISE + IV E é uma posśıvel solução de compromisso entre

essas duas métricas. Na Tabela 4.4 é apresentada a métrica EISE para cada sintonia,

juntamente com as sua duas parcelas: ISE e IVE.

Tabela 4.4: Valor da EISE para cada sintonia

sintonia EISE ISE IVE
ise 2,655 2,046 0,609
eise 2,589 2,081 0,508

minmax 2,678 2,195 0,483
iseres 2,672 2,101 0,571

Vê-se que, em se tratando da métrica EISE, a sintonia eise, que busca minimiza-

la, apresenta o melhor resultado. Vê-se que ter a melhor ISE no caso nominal não foi

suficiente para apresentar o melhor valor esperado da ISE, isso porque quando fala-

se em desempenho esperado levando em consideração as incertezas de identificação

a questão de robustez se torna importante. Pode se perceber que a sintonia ise teve

melhor valor da métrica EISE que as sintonias minmax e iseres, as quais, apesar de

em suas formulações levarem em conta a robustez do controlador, estão otimizando

o desempenho levando em consideração casos extremos: o pior caso, para a sintonia

minmax, e o caso instabilizador, para a sintonia iseres. Os fato da sintonia ise

otimizar o desempenho do controlador para o modelo nominal e o modelo nominal

ser o de maior verossimilhança acarretam que um bom desempenho para o modelo

nominal pode induzir a uma boa esperança de desempenho. De fato, o resultado

EISE = ISE + IV E colabora com essa interpretação. Contudo nem sempre a

sintonia ise apresenta EISE melhor que as sintonias minmax e iseres, pois a IVE

pode fazer a diferença, como no caso MIMO, analisado na Seção 4.3.

4.2.5 Resposta ao pior caso

Cada um dos quatro controladores sintonizados apresenta, dentro de um intervalo

de confiança do modelo identificado, um calcanhar de Aquiles, aquela planta para

a qual ele apresentaria o pior desempenho, aqui medido pela ISE. Os parâmetros

b1, b0, a1, a0 da pior planta dentro de um intervalo de confiança para a qual cada

sintonia apresenta o pior desempenho são apresentados na Tabela 4.5.

Escrevendo a cada uma das plantas de pior caso no formato que explicita o

ganho, zero e polos como na Equação 4.6, têm-se os resultados mostrados na Tabela

4.6.

G = K
−s+ z

(s− p)(s− p̄)
(4.6)
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Tabela 4.5: Parâmetros da planta do pior caso para cada sintonia

sintonia
parâmetros

b1 b0 a1 a0
ise -1,229 0,716 0,697 0,760
eise -1,307 0,642 0,789 0,916

minmax -1,299 0,620 0,846 1,000
iseres -1,338 0,655 0,826 0,959

Aqui p̄ denota o complexo conjugado do polo p. Os parâmetros K, z e p do

modelo nominal são respectivamente iguais a 1, -1 e -0,5 ± j0,866.

Tabela 4.6: Ganho, zero e polos da planta do pior caso para cada sintonia

sintonia
parâmetros

K z p
ise 1,229 0,583 -0,348 ± j0,799
eise 1,307 0,491 -0,394 ± j0,872

minmax 1,299 0,478 -0,423 ± j0,906
iseres 1,338 0,490 -0,413 ± j0,888

A resposta ao degrau em malha aberta de cada uma dessas plantas de pior

caso e a respectiva resposta a um degrau na referência em malha fechada com cada

controlador é apresentado na Figura 4.5.

A primeira caracteŕıstica que observa-se na Figura 4.5 (a) é que para todos os

controladores a planta de pior caso tem uma resposta inversa mais pronunciada que

o modelo nominal, o que é consoante com o fato bem conhecido de que plantas com

resposta inversa são de dif́ıcil controle. No caso da sintonia ise, a planta de pior

caso tem ganho próximo ao ganho do modelo nominal, já para as sintonias eise,

minmax e iseres o pior caso apresentava um ganho cerca de 30% menor que o ganho

do modelo nominal. É importante relembrar que, apesar de cada uma das plantas de

pior caso possuir caracteŕısticas diferentes entre si, cada uma delas está na fronteira

da mesma região de confiança do modelo identificado, de forma que pode-se dizer

que, no sentido da distância de Mahalanobis, elas estão equidistantes do modelo

nominal.

Olhando agora a Figura 4.5 (b), a primeira coisa que merece comentário é o

baixo desempenho da sintonia ise para o seu pior caso. De fato ela foi calculada

sem nenhum compromisso com robustez. Vê-se que o grande mérito da sintonia

minmax foi não ter permitido que a resposta inversa em malha fechada fosse muito

pronunciada, o que lhe garantiu o melhor ISE no pior caso, Tabela 4.7. Mesmo assim

para a sintonia minmax a resposta inversa que não passava de 0,5 no caso nominal se

aproximou de 0,8. Essa resposta inversa é tão pronunciada é um efeito colateral da
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Figura 4.5: (a) Resposta ao degrau em malha aberta para a planta de pior desem-
penho de cada sintonia. (b) Resposta ao degrau em malha fechada para a planta de
pior desempenho de cada sintonia.

ação derivativa, que permite um controle mais rápido. Falando agora das sintonias

eise e iseres, elas tiveram ainda o mérito de um estabilização relativamente rápida

no seu pior caso, embora a resposta inversa pronunciada tenha prejudicado seu

desempenho no pior caso. A métrica de desempenho para o pior caso de cada sintonia

dentro de uma região de confiança de um desvio padrão do modelo identificado é

mostrada na Tabela 4.7

Tabela 4.7: ISE pior caso para cada sintonia

sintonia ISE pior caso
ise 5,904
eise 4,492

minmax 4,224
iseres 5,054

4.2.6 Nota de robustez dos controladores

A última métrica a ser utilizada para medir o desempenho robusto de cada um dos

controladores é a nota de robustez do controlador conforme foi definida na Seção 3.5.

A nota de robustez do controlador nada mais é que o número de desvios padrão do

intervalo de confiança do modelo identificado para o qual é garantida estabilidade

pelo controlador. Para cada sintonia existe uma planta mais próxima do modelo

identificado, no sentido da distância de Mahalanobis, para o qual esse controlador

irá ser instável. A Tabela 4.8 mostra os parâmetros dessas plantas para cada uma
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das sintonias.

Tabela 4.8: Planta mais próxima ao modelo que instabiliza cada sintonia

sintonia
parâmetros

b1 b0 a1 a0
ise -1,178 0,709 0,585 0,657
eise -1,180 0,698 0,535 0,599

minmax -1,153 0,770 0,566 0,535
iseres -1,186 0,655 0,483 0,548

Escrevendo essas plantas instabilizadoras na forma da Equação 4.6 têm-se o

ganho, zero e polos de cada uma delas dados pela Tabela 4.9. Lembrando que para

o modelo nominal os parâmetros K, z e p são respectivamente iguais a 1, -1 e -0,5

± j0,866.

Tabela 4.9: Ganho, zero e polos da planta do pior caso para cada sintonia

sintonia
parâmetros

K z p
ise 1,178 0,602 -0,293 ± j0,756
eise 1,179 0,591 -0,268 ± j0,726

minmax 1,152 0,668 -0,283 ± j0,675
iseres 1,186 0,552 -0,241 ± j 0,700

Vê-se que as plantas que instabilizam cada controlador são diferentes entre si.

Cada uma tem uma distância ao modelo nominal, pois para alguns controladores é

preciso que a planta se afaste mais do modelo nominal para se obter a instabilidade.

A Figura 4.6 mostra a resposta ao degrau em malha aberta de cada uma das plan-

tas instabilizadoras para cada um dos controladores e resultado de uma mudança

de referência em malha fechada, o que acarreta em uma resposta marginalmente

instável.

Na Figura 4.6 (a) observa-se uma caracteŕıstica comum a todas as plantas insta-

bilizadoras quando comparadas ao modelo: uma resposta inversa mais pronunciada,

maior ganho e sobre-sinal. Na Figura 4.6 (b) observa-se que cada controlador ins-

tabilizou com uma senoide de diferente frequência e amplitude.

A medida anaĺıtica do quanto é preciso que a planta se afaste do modelo nominal

para que o controlador instabilize foi definida como sendo a nota de robustez. Essa

métrica é apresentada na Tabela 4.10.

Vê-se que a sintonia iseres apresentou a maior Nota de robustez, no valor exato

de 1,5. De fato, esse controlador minimiza o desempenho nominal com a restrição de

que ele possua pelo menos essa nota de robustez. Os demais controladores possuem
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Figura 4.6: (a) Resposta ao degrau em malha aberta da planta que instabiliza em
cada sintonia. (b) Resposta marginalmente instável de cada controlador.

Tabela 4.10: Nota de robustez para cada sintonia

Sintonia Nota de robustez
ise 1,205
eise 1,344

minmax 1,356
iseres 1,500

notas de robustez menores. O fato da sintonia iseres possuir maior nota de robustez

é devida unicamente ao fato de ter-se escolhido um intervalo de confiança de 1,5

desvios padrão no processo de sintonia. Se um intervalo de confiança de 1,3 tivesse

sido escolhido , a nota de robustez da sintonia iseres seria pior que as das sintonia

minmax e eise. Vale observar que não faz muito sentido escolher um intervalo de

confiança menor que a nota de robustez da sintonia ise, uma vez que, comparando

com a sintonia ise, obteria-se um controlador com desempenho nominal e notas de

robustez piores.

4.3 Sintonia PID para planta MIMO linear

4.3.1 Apresentação do modelo e controlador

O modelo escolhido para aplicação das técnicas numa planta MIMO pode ser dado

pela matriz de funções de transferência da Equação 4.7
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[
−s+1
s2+s+1

s+2
s2+s+1

−s
s2+s+1

1
s2+s+1

]
(4.7)

Utilizando o resultado da Equação 3.53, esse mesmo sistema pode ser escrito em

espaço de estados dado pela Equação 4.8.

ẋ =

[
−1 −1

1 0

]
x +

[
1 0

0 1

]
u

y =

[
−1 1

−1 0

]
x +

[
0 0

0 0

]
u

(4.8)

A Equação 4.9 dá o modelo com os parâmetros p estimados na identificação do

sistema.

ẋ =

[
p1 p2

1 0

]
x +

[
1 0

0 1

]
u

y =

[
p3 p4

p5 0

]
x +

[
0 0

0 0

]
u

(4.9)

Onde o vetor de parâmetros p, o vetor de parâmetros nominal p̄ e a matriz de

covariância dos parâmetros σ2
p são dados por:

p =


p1

p2

p3

p4

p5

 , p̄ =


−1

−1

−1

1

−1

 (4.10)

σ2
p = 0,16


1 0,5 0 0 0

0,5 1 0,5 0 0

0 0,5 1 0,5 0

0 0 0,5 1 0,5

0 0 0 0,5 1

 (4.11)

A resposta ao degrau do modelo com região de confiança correspondente a 1

desvio padrão pode ser vista na Figura 4.7.

Já para o controlador foi escolhido um par de controladores PID SISO onde

o primeiro controla a primeira controlada manipulando a primeira manipulada e

o segundo controla a segunda controlada manipulando a segunda manipulada. O

ganho derivativo foi fixado em zero, de forma que foram sintonizados apenas 4

parâmetros, dois por PID, os ganhos proporcional e integral.
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Figura 4.7: Resposta ao degrau do modelo com região de confiança correspondente
a 1 desvio padrão

4.3.2 Comparação de sintonias e tempo computacional

O tempo computacional necessário para cada sintonia estão listados na Tabela 4.11.

Tabela 4.11: Tempo computacional de cada sintonia

sintonia tempo
ise 0,108
eise 36,908

minmax 0,796
iseres 0,199

A sintonia do controlador MIMO não implicou num aumento significativo do

tempo de computação necessário para cada sintonia, no caso do ise, por exemplo

tendo ficado praticamente o mesmo que no caso SISO. Isso pode ser uma indicação

de que o tempo computacional não seja um empecilho ao se tentar escalonar es-

sas sintonias para modelos com ainda mais entradas e sáıdas e controladores com

mais parâmetros. Os cálculos continuaram praticamente instantâneos, exceto para

a sintonia eise, por causa dos modelos de sensibilidade que precisam ser constrúıdos

para cálculo anaĺıtico da EISE (conforme Equações 3.71 e 3.72 na página 29). Mais

uma vez, vê-se que a incorporação por meio das condições de KKT das restrições

(envolvendo problemas de otimização) da sintonia minmax e iseres se mostraram

eficientes, uma vez que ainda assim houve uma rápida resolução do problema de

sintonia, em menos de 1s.
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Os parâmetros ótimos dos controladores encontrados pelas sintonias analisadas

são mostrados na Tabela 4.12.

Tabela 4.12: Parâmetros de cada sintonia

sintonia
PID1 PID2

Kp Ki Kp Ki
ise 0,266 0,492 0,312 0,153
eise 0,200 0,361 0,257 0,118

minmax 0,184 0,287 0,274 0,134
iseres 0,390 0,291 0,233 0,096

A sintonia ise apresenta os maiores ganhos proporcional e integral para os dois

PIDs, perdendo apenas para o ganho proporcional do PID1 do iseres. Mas de ma-

neira geral pode-se dizer que as sintonias, cada uma otimizando um critério diferente,

foram bem diversas. Na próxima seção é analisada o desempenho de cada uma delas

frente ao modelo nominal.

4.3.3 Desempenho dos controladores para o modelo nominal

Aplicando cada um dos controladores sintonizados ao modelo nominal obteve-se as

respostas a degraus unitários em cada referência apresentadas na Figura 4.8. As

ações de controle correspondentes são mostradas na Figura 4.9.

Na primeira coluna da Figura 4.8 tem-se a resposta a um degrau na referência

da primeira variável controlada enquanto deixa-se a referência da segunda variável

controlada constante. Na primeira linha a resposta da primeira variável controlada

e na segunda linha a resposta da segunda variável controlada. Vê-se que para todas

as sintonias a variável controlada 1 se aproxima da nova referência com oscilações

amortecidas, e a variável controlada 2 oscila um pouco em torno da sua referência,

pois a planta apresenta acoplamento.

Reciprocamente, na segunda coluna da Figura 4.8 tem-se a resposta a um de-

grau na referência da segunda variável controlada enquanto deixa-se a referência da

primeira variável controlada constante. Na primeira linha a resposta da primeira

variável controlada e na segunda linha a resposta da segunda variável controlada.

Aqui também vê-se que para todas as sintonias a primeira variável controlada se

aproxima da nova referência com oscilações amortecidas e a segunda variável con-

trolada oscila bastante para chegar na sua referência, mostrando que a segunda

variável é mais dif́ıcil de controlar.

Apenas visualmente não é posśıvel comparar objetivamente os desempenhos das

sintonias, embora observa-se que a sintonia ise apresenta o menor tempo de subida.

A Tabela 4.13 apresenta a métrica ISE para cada sintonia.
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Figura 4.8: Desempenho dos controladores frente ao modelo nominal

Figura 4.9: Variáveis manipuladas dos controladores frente ao modelo nominal
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Tabela 4.13: Valor da ISE para cada sintonia

sintonia ISE
ise 7,900
eise 8,594

minmax 8,389
iseres 9,267

A sintonia ise, como já era esperado, apresentou o melhor valor da ISE. Porém, o

que surpreende é que a iseres tenha resultado no maior valor, já que ela, como a sin-

tonia ise, também tem a ISE do modelo nominal como função objetivo, adicionando

uma restrição de robustez. Isso pode indicar que nesse caso talvez a sintonia ise não

seja muito robusta, pois precisou se degradar bastante o desempenho do controlador

frente ao modelo nominal de forma a alcançar o critério de robustez estipulado. A

análise da nota de robustez de cada sintonia é feita na Seção 4.3.6

4.3.4 Desempenho dos controladores para o modelo incerto

Na Tabela 4.14 é apresentada a métrica EISE para cada sintonia. Lembrando que a

EISE além de poder ser visto como a esperança matemática da ISE, com a incerteza

oriunda do processo de identificação do sistema, pode também ser visto como o so-

matório da ISE e da IVE. Mesmo no caso multivariável esse valor pôde ser calculado

analiticamente, conforme a Seção 3.6.3. Contudo, observa-se no caso multivariável

a EISE, assim como a ISE, é calculada para toda a matriz de repostas ao degrau, de

forma que é levado em consideração não apenas o desempenho da variável em que

se dá o degrau na referência, mas também o efeito que esse degrau tem nas outras

variáveis controladas.

Tabela 4.14: Valor da EISE para cada sintonia

sintonia EISE
ise 14,095
eise 11,199

minmax 11,500
iseres 12,662

A sintonia ise foi a que apresentou o maior valor da EISE, apesar da ISE ser

uma das parcelas que compõem a EISE. Como esperado a sintonia eise apresentou

o melhor desempenho.
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4.3.5 Resposta ao pior caso

Da mesma forma que foi feito para o caso SISO, para cada uma das quatro sintonias,

foi determinada a planta que apresenta o pior caso da respectiva sintonia. No caso

da sintonia ise, diferente das demais, o pior caso dentro da região de confiança

de um desvio padrão acarretou num desempenho instável em malha fechada. Os

parâmetros p1, p2, p3, p4, p5 da pior planta dentro da região de confiança de um desvio

padrão, para a qual cada sintonia apresenta o pior desempenho são apresentadas na

Tabela 4.5.

sintonia
parâmetros

p1 p2 p3 p4 p5
ise -0,767 -0,855 -1,007 1,005 -0,985
eise -1,111 -1,170 -1,220 1,003 -0,693

minmax -1,112 -1,171 -1,231 0,987 -0,702
iseres -1,079 -1,159 -1,223 1,007 -0,686

Diferente do caso SISO, a pior planta para cada sintonia do caso MIMO ficou

muito próxima uma das outras. Esse comportamento pode ser observado na resposta

ao degrau em malha aberta de cada uma dessas plantas de pior caso, apresentado

na Figura 4.10.

Figura 4.10: Pior planta dentro da região de confiança para cada sintonia
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Observa-se que o ganho de todos os modelos ficou maior com exceção da relação

entre a primeira manipulada com a segunda controlada, que possúıa ganho zero

e no pior caso fica mais oscilatória, ainda com ganho zero. A resposta de cada

controlador a um degrau na referência em malha fechada com a planta de pior caso

é apresentada na Figura 4.11.

Figura 4.11: Pior desempenho dentro intervalo de confiança para cada sintonia

Vê-se que no pior caso o desempenho mais degradado foi quando de uma mudança

na referência da variável controlada 2, com um tempo de subida mais lento para a

variável controlada 2 e uma perturbação mais duradoura na variável controlada 1.

Visualmente, vê-se que a que menos sofre no pior caso é a sintonia minmax, que

apresenta o seguimento de referência e rejeição de perturbação mais rápidos. De

fato é isso que nos mostra a Tabela 4.15 com a ISE no pior caso de cada uma das

sintonias.

Tabela 4.15: ISE pior caso para cada sintonia

sintonia ise pior caso
ise ∞
eise 14,047

minmax 13,485
iseres 15,012

49



4.3.6 Nota de robustez dos controladores

Por fim, para a análise da nota de robustez dos controladores sintonizados para o

caso MIMO, a Tabela 4.16 mostra os parâmetros das plantas que instabilizam cada

um dos controladores.

Tabela 4.16: Planta mais próxima ao modelo que instabiliza cada sintonia

sintonia
parâmetros

p1 p2 p3 p4 p5
ise -0,783 -1,010 -1,259 1,033 -0,870
eise -1,111 -1,170 -1,220 1,003 -0,693

minmax -1,112 -1,171 -1,231 0,987 -0,702
iseres -1,079 -1,159 -1,223 1,007 -0,686

Vê-se que as plantas que instabilizam cada sintonia são bem diferentes entre si,

o que é curioso uma vez que as plantas de pior caso para todos controladores foram

semelhantes. A resposta em malha aberta de cada uma das plantas instabilizadoras

junto com o modelo nominal estão na Figura 4.12.

Figura 4.12: Planta mais próxima ao modelo que instabiliza cada sintonia

Para demonstrar que essas plantas de fato instabilizam cada um dos controlado-

res, segue a Figura 4.13 com os resultados em malha fechada.

50



Figura 4.13: Desempenho de cada sintonia frente a sua planta instabilizadora

A nota de robustez de cada sintonia nos dá o intervalo de confiança para o qual

há garantia que o modelo permanece estável. Esses valores estão dispońıveis na

Tabela 4.17.

Tabela 4.17: Nota de robustez para cada sintonia

sintonia nota de robustez
ise 1,614
eise 1,797

minmax 1,628
iseres 2,000

Observa-se que o iseres apresenta uma nota de robustez de 2. Isso é devido a

esse ter sido o número de desvios padrão da região de confiança estipulado para a

restrição da sintonia iseres. As demais sintonias apresentam nota de robustez menor,

indicando que existem plantas mais próximas ao modelo nominal que resultam em

malha fechada instável. A sintonia ise apresentou o pior desempenho para essa

métrica, por não ter nenhum compromisso com a robustez, seguida pela sintonia

minmax. A sintonia eise pode ter se dado melhor que elas por levar em consideração

todos as plantas posśıveis na ponderação do valor esperado da ISE, de forma que

uma planta instabilizadora próxima ao modelo nominal teria um peso muito negativo
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na função objetivo da sintonia eise, sendo assim evitada.

4.4 Sintonia PID para planta SISO não linear

4.4.1 Apresentação do modelo e controlador

No caso não linear foi escolhido o controle de ńıvel de um tanque com escoamento

gravitacional. Foi inclúıdo um atraso de tempo na atuação, de forma a tornar o

problema mais dif́ıcil. Mais especificamente:

ẏ = aud − b
√
y (4.12)

ud(t) = u(t− 4) (4.13)

y ńıvel - variável controlada
ud vazão da bomba
u ação de controle - variável manipulada
a parâmetro 1
b parâmetro 2

Nesse caso não linear, o vetor de parâmetros p, o vetor de parâmetros identifica-

dos p̄ e a matriz de covariância são os seguintes:

p =

[
a

b

]
p̄ =

[
1

1

]
σ2
p = 0,01

[
1 0,5

0,5 1

]
(4.14)

Quando se está trabalhando com sistemas não lineares não é suficiente falar que

o cenário de cálculo da ISE é um degrau unitário na referência, pois dependendo do

estado em que se está o resultado será diferente. Dessa forma o degrau escolhido

para o cálculo da ISE foi uma mudança na referência de 1 para 2.

A relação entre as variáveis ud e u pode ser dada pela função de transferência

e−4s. Por simplicidade, para não ter que lidar com integração de sistemas diferencias

com atraso no tempo, foi utilizada uma aproximação de Padé com dois polos e um

zero para substituir o atraso no tempo.

ez ≈
1 + 1

3
z

1− 2
3
z + 1

6
z2

=⇒ e−4s ≈ −4s+ 3

8s2 + 8s+ 3
(4.15)

O controlador escolhido nesse caso é um controlador PID com o ganho deriva-

tivo fixado em zero, de forma que o processo de sintonia irá otimizar apenas dois

parâmetros: o ganho proporcional e o ganho integral.
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4.4.2 Comparação de sintonias e tempo computacional

Um critério tão simples e anaĺıtico como o de Nyquist, que permite avaliar a estabi-

lidade de sistemas lineares, não existe para sistemas não lineares. Como a restrição

do problema de otimização da sintonia iseres passa pelo cálculo da nota de robus-

tez, e essa passa pela definição anaĺıtica de instabilidade, a sintonia iseres não será

considerada no caso não linear.

Outra consideração a ser feita no caso não linear, é o fato de não haver uma forma

anaĺıtica geral para a ISE com horizonte infinito. Assim, foi estipulado um horizonte

de tempo, respeitando o tempo de estado estacionário da planta, sobre o qual a ISE

é calculada por meio de integração numérica. Por sua vez, as derivadas da ISE

em relação aos parâmetros do controlador e da planta são calculados por meio da

integração das equações de sensibilidade, e não mais por diferenciação automática,

como no caso Linear.

Os tempos computacionais necessários para cada sintonia são apresentados na

Tabela 4.18.

Tabela 4.18: Tempo computacional de cada sintonia

sintonia tempo
ise 0,320s
eise 0,695s

minmax 3,295s

Diferentemente do caso linear, aqui o tempo computacional para a sintonia eise

foi baixo, executando em menos de um segundo e sendo mais rápida até que a sinto-

nia minmax. Isso é devido ao fato de no caso linear, por haver uma solução anaĺıtica

e com horizonte infinito para o cálculo da ISE, o grafo da diferenciação automática

crescer bastante exigindo bastante processamento e memória do computador. No

caso não linear o cálculo da EISE é feito por integração numérica de um sistema

de sensibilidade num horizonte finito, o que torna o cálculo, embora ainda acurado,

bem mais rápido.

Os parâmetros encontrados por casa sintonia são apresentados na Tabela 4.19.

Tabela 4.19: Parâmetros de cada sintonia

sintonia
parâmetros
Kp Ki

ise 0,561 0,117
eise 0,556 0,110

minmax 0,583 0,125

Observa-se na Tabela 4.19 que as sintonias encontradas são bastante semelhantes
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entre si. Isso ocorreu em parte pois no caso não linear foi estipulada um matriz de

covariância dos parâmetros do modelo menor, pois foi observado que isso aumentava

a robustez dos algoritmos computacionais. Como é de se esperar, quando se diminui

a incerteza do modelo, os métodos que levam em consideração essa incerteza para

conferir robustez ao controlador acabam convergindo para o resultado da sintonia

ise, a qual não leva em consideração essa incerteza de identificação.

4.4.3 Desempenho controlando modelo nominal

Como os parâmetros ótimos do controlador encontrados por cada sintonia são se-

melhantes, também é semelhante o desempenho do modelo em malha fechada com

cada um dos controladores. A evolução do erro de seguimento de cada sintonia para

um cenário de mudança de 1 para 2 na referência é mostrado na Figura 4.14.

Figura 4.14: Erro de seguimento dos controladores frente ao modelo nominal

As métricas de desempenho de cada sintonia estão condensadas na Tabela 4.20.

Tabela 4.20: Métricas para cada sintonia

sintonia ISE EISE pior caso
ise 2,744 3,285 2,919
eise 2,751 3,278 2,940

minmax 2,754 3,312 2,909
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Como esperado cada sintonia se mostrou melhor na métrica em que ela se pro-

punha a otimizar: a sintonia ise teve o melhor ISE, a sintonia eise teve o melhor

EISE e a sintonia minmax teve o melhor pior caso.
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Caṕıtulo 5

Conclusões

A metodologias propostas se mostraram promissoras para a sintonia de controladores

mono ou multivariável robustos à incerteza de identificação, representada pela matriz

de covariância dos parâmetros. Cada sintonia envolve a resolução numérica de um

problema de otimização, cuja solução foi encontrada, quando muito, em alguns

segundos, o que dá ind́ıcios de que o problema pode ser escalonado para problemas

maiores tanto em número de variáveis controladas e manipuladas, quanto em número

de parâmetros tanto da planta quanto do controlador. Cada método apresenta suas

vantagens e desvantagens, otimizando um aspecto do controle do modelo incerto.

A sintonia eise possui uma grande elegância matemática, pois no caso linear sua

função objetivo pode ser formulada de maneira anaĺıtica, o que acarreta também em

derivadas anaĺıticas. Contudo, esse cálculo anaĺıtico é intenso computacionalmente

por ser representado por um complexo grafo computacional tratado pelo algoritmo

de diferenciação automática, o que acarreta no maior custo computacional entre

os métodos aqui propostos. Um dos resultados mais importantes do trabalho foi

mostrar que a EISE (esperança da ISE), cujo cálculo a prinćıpio precisaria da in-

tegração num espaço probabiĺıstico n-dimensional, pode ser decomposto em duas

parcelas - ISE (integral do erro ao quadrado) e IVE (integral da variância do erro)

- a qual permite a conversão dessa integral múltipla em integrais simples no tempo.

Assim olhando um simples gráfico da resposta do sistema planta-controlador a uma

mudança na referência é posśıvel ter uma estimativa da EISE, observando a região

entre a referência e a sáıda da planta, e a banda de desvio padrão em torno da

resposta. Um caracteŕıstica interessante também da sintonia eise é o fato dela se

traduzir num problema de otimização irrestrita, que exige menos preocupações com

a convergência e estabilidade do solver. Foi comentado que a sintonia eise, assim

como a ise, não tem parâmetros próprios, ou seja não é necessário arbitrar nenhum

parâmetro para essa sintonia, embora possa-se emular um parâmetro aplicando um

fator multiplicativo na matriz de covariância dos parâmetros do modelo identificado,

alterando assim artificialmente a incerteza do modelo para o qual se deseja projetar
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o controlado robusto à incerteza.

A sintonia minmax também apresenta uma elegância matemática marcada pela

simplicidade de sua formulação, que necessita apenas de um parâmetro: o tamanho

da região de confiança dos parâmetros do modelo estimado que irá se considerar.

Nesse intervalo de confiança se busca o pior caso de cada controlador e se busca o

controlador que apresenta o ”melhor pior caso”. O fato do intervalo de confiança

poder ser dado em forma percentual ajuda na escolha desse parâmetro, normalmente

entre 67% e 97%. A otimização minmax é normalmente considerada dif́ıcil computa-

cionalmente pois envolve um problema de otimização dentro de outro. Para tornar

esse problema mais tratável foram usadas as condições de KKT que converteram o

problema de otimização mais interno em restrições algébricas, mantendo ainda um

tempo de solução aceitável, ficando abaixo de 1 segundo no caso SISO e MIMO linea-

res. Como em todas as sintonias nesse trabalho discutidas, o problema de otimização

da sintonia min-max assim como foi formulada provavelmente apresenta mı́nimos lo-

cais, mas com testes exaustivos que foram realizados reinicializando o problema de

otimização em vários pontos distintos não foram encontradas evidências de mı́nimos

locais pois sempre que o solver de otimização atingia as condições de parada havia

chegado aproximadamente no mesmo ponto, mais uma vantagem desse método.

Por fim a sintonia iseres tem também as suas caracteŕısticas únicas. Ela garante

que ao se estipular um intervalo de confiança para o modelo, possa se garantir a

estabilidade do controlador frente a qualquer planta dentro desse intervalo ao mesmo

tempo que se garante o melhor desempenho com o modelo nominal entre todos

os controladores com essa mesma garantia de robustez. Podemos, por exemplo,

antes de aplicar o controlador na planta real, ter garantias de 68%,95% ou 99%,

dependendo da região de confiança escolhida, de que o controlador não instabilizará

a malha fechada, o que é uma métrica bem palpável de robustez. A sintonia iseres

também sofre da mesma complexidade da sintonia minmax: a existência de um

problema de otimização dentro do outro. No caso da sintonia iseres o problema

de otimização mais interno se encontra na restrição de que o controlador projetado

deve ter uma determinada nota de robustez, quando a nota de robustez em si só

pode ser calculada através de um processo de otimização. Mais uma vez foram

usadas as condições de KKT para tornar esse problema de otimização em restrições

algébricas, o que permitiu uma rápida resolução da sintonia. Essa sintonia foi a

única que sofreu de maneira evidente com a existência de mı́nimos locais. De fato

o subproblema de encontrar a nota de um controlador já sofre com a existência

de mı́nimos locais. Talvez apenas uma mudança na formulação do problema de

otimização seja suficiente para evitar a existência dos mı́nimos locais.

Algumas ferramentas desenvolvidas para a sintonia de controladores robustos à

incerteza de identificação acabaram por se mostrar interessantes não apenas para
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sintonia de controladores mas também para análise. Por exemplo, pode ser útil

calcular a nota de robustez de um controlador, não importando como ele foi sintoni-

zado, antes de fechar a malha para se ter ideia de qual é a probabilidade de que ao

fechar a malha com o controlador projetado se chegue a um comportamento instável.

O cálculo da nota de robustez como subproduto nos dá a planta mais próxima do

modelo identificado para o qual o controlador é instável. Um outro exemplo de como

as ferramentas desenvolvidas nesse trabalho podem ser úteis é no cálculo do pior

caso para um determinado controlador, que supomos possa ter sido sintonizado de

qualquer maneira. Temos assim ideia de qual é a direção em que o modelo muda

que afeta mais o desempenho do controlador em malha fechada, e podemos ter ideia

do quanto a degradação do desempenho causada pela incerteza é cŕıtica para o par

modelo identificado - controlador em questão. Construir os gráficos de resposta a

um degrau na referência em malha fechada junto com o intervalo de confiança em

torno nos permite avaliar como a incerteza no comportamento se compara com o

erro de seguimento.

5.1 Trabalhos Futuros

• Estudar linguagens de mais alto ńıvel para descrição das plantas e controla-

dores, como o EMSO (SOARES e SECCHI (2003)), por exemplo.

• Aplicar a sistemas não lineares multivariáveis como o 4 tanques ou o reator de

Van de Vusse, com restrições nas variáveis manipuladas, controladas e estados.

• Aplicar técnicas de otimização global tanto para o problema de otimização

dos parâmetros de sintonia, quanto para os subproblema de cálculo da nota

de robustez do controlador e cálculo do pior caso.

• Comparar com técnicas de sintonia da disciplina de controle robusto.

• Substituir o solver linear do IPOPT por uma versão mais otimizada, como

sugerido pelos desenvolvedores.

• Substituir o IPOPT por outros solvers não lineares.

• Melhorar complexidade e robustez do problema de otimização.

• No cálculo da ISE para sistema não linear substituir a integração por passo

simples por passo múltiplo ou mesmo utilizar métodos de colocação.

• Aplicar em sintonia de controladores com outras estruturas como LQR, LQI,

DMC, ou mesmo controlador preditivo não linear.
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• Utilizar outras maneiras de fazer a propagação de incerteza da identificação,

como Monte Carlo, o que pode diminuir a complexidade do problema de oti-

mização e o tempo computacional.

• Toda a discussão que foi feita aqui para modelos cont́ınuos no tempo poderia

ter sido desenvolvida de maneira idêntica para modelos discretos no tempo,

com o benef́ıcio do atraso no tempo ser incorporado no modelo de maneira

simples.

• O desenvolvimento aqui realizado poderia ser expandido para funções de trans-

ferência sem a necessidade de convertê-las para espaço de estados. A maior

dificuldade é um unificado para o caso multivariável.

• Melhorar o tempo computacional do cálculo anaĺıtico da EISE e da sua deri-

vada em relação aos parâmetros.

• Projetar os testes de identificação de forma a ter a melhor métrica de desem-

penho do controlador. Se não se pode realizar testes na planta, selecionar

peŕıodos de tempo que forneçam os controladores ótimos.

• Por vezes o processo de minimização da ISE conduzia a controladores infinita-

mente agressivos, enquanto a minimização da EISE conduzia a um controlador

com ganhos finitos. Entender que modelos e estrutura de incerteza causam esse

comportamento.

• Sintonizar o controlador para cenários de rejeição de perturbação. Nesse con-

texto, é interessante estimar também o modelo estat́ıstico da perturbação no

processo de identificação do sistema.

• No contexto de minimização da métrica EISE, investigar a existência de uma

estrutura de controlador ótima, que teria a menor a métrica EISE entre quais-

quer outras estruturas de controle.

• Considerar incertezas paramétricas que não possam ser bem descritas pela

distribuição Normal multivariada, como é o caso da incerteza de estimação de

modelos não lineares nos parâmetros.
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Apêndice A

Revisão de identificação de

sistemas

Esse apêndice trata da identificação de sistemas dinâmicos. Que aqui será tratado

simplesmente como um procedimento de estimação de parâmetros para certa classe

de modelos paramétricos lineares invariantes no tempo, a saber, modelos polinomiais

e modelos em espaço estados, sejam eles em modelos em tempo cont́ınuo ou discreto.

O procedimento de identificação é apresentado em detalhes pois é de grande interesse

um subproduto desse processo que é a matriz de covariância dos parâmetros, a qual

pode ajudar a responder perguntas importantes:

• os dados amostrais foram suficientes para uma identificação efetiva dos

parâmetros do modelo?

• qual o intervalo de confiança para a resposta do modelo em malha a aberta?

• qual o intervalo de confiança para a resposta do modelo em malha a fechada?

• qual a probabilidade de um dado controlador instabilizar quando em malha

fechada na planta identificada?

Os prinćıpios estat́ısticos inerentes ao processo de identificação serão abordados

de forma a manter uma base sólida ao que se apresentou. Por fim alguns métodos

de cálculo serão apresentados para o domı́nio discreto, cont́ınuo para modelos em

função de transferência e em espaços de estados.

A.1 Modelos

Na disciplina de identificação de sistemas uma das primeiras decisões a serem toma-

das é o tipo de modelo que irá se trabalhar podendo ele ser:
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• Paramétrico

• Não paramétrico

Os modelos não paramétricos são modelos que não podem ser descritos com um

número finito de parâmetros como por exemplo os modelos de resposta ao degrau,

resposta ao impulso e função de transferência. Já os modelos paramétricos mais

consagrados são os modelos de função de transferência e o modelo de espaço de

estados.

A.2 Função de Transferência

Os modelos de função de transferência surgem naturalmente de uma equação dife-

rencial ordinária linear com variáveis independentes ao se aplicar a transformada de

Laplace. Seja por exemplo o sistema massa-mola amortecido

d2y

dt2
+ 2ζω0

dy

dt
+ ω2

0y = u (A.1)

y deslocamento da massa
u aceleração aplicada no sistema
c coeficiente de atrito viscoso
k constante da mola

ω0 =
√

k
m

frequência angular não amortecida de oscilação

ζ = c
2
√
mk

taxa de amortecimento

Tomando a transformada de Laplace na equação diferencial A.1 tem-se:

s2Y + 2ζω0sY + ω2
0Y = U ⇒

G =
Y

U
=

1

s2 + 2ζω0s+ ω2
0

(A.2)

Sendo assim a equação (A.2) nos dá a função de transferência que representa o

sistema massa mola em questão. Observe que ela se encaixa num formato mais geral

de funções de transferência da seguinte forma:

G = Y/U =

∑nb−1
i=0 bis

i

1 +
∑na

i=1 ais
i

=
b0 + b1s+ b2s

2 + · · ·+ bnb−1s
nb−1

1 + a1s+ a2s2 + · · ·+ anas
na

(A.3)

Se têm-se várias variáveis independentes u1, ..., un afetando a variável dependente

y pode-se escrever:

Y = G1U1 + · · ·+GnUn (A.4)
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Onde:

Gj =

∑nbj−1
i=0 bjis

i

1 +
∑nf j

i=1

(A.5)

A.3 Espaço de estados

Para se chegar num modelo em espaço de estados a partir de uma equação diferencial

ordinária ou ainda um sistema de equações diferenciais ordinárias pode-se primeiro

selecionar um vetor de variáveis, que será o nosso vetor de estados. No caso da

equação do sistema massa mola (eq:massamola) pode-se tomar:

x =

[
x1

x2

]
=

[
y

ẏ

]
(A.6)

Onde usa-se o ponto para indicar derivada temporal. Assim a equação

(eq:massamola) pode ser reescrita no seguinte sistema:

ẋ1 = x2

ẋ2 = u− 2ζω0x2 − ω2
0x1

(A.7)

Donde:

ẋ =

[
0 1

−2ζω0 ω2
0

]
x +

[
0

1

]
u

y =
[
1 0

]
x

(A.8)

De maneira geral um sistema em espaço de estados é dados por

ẋ = Ax+Bu

y = Cx+Du
(A.9)

n número de entradas do sistema
m número de sáıdas do sistema
p número de estados do sistema

x = xpx1 vetor de estados do sistema
u = unx1 vetor de entradas do sistema
y = ym1 vetor de sáıdas do sistema

A.4 O modelo do erro

Para que o processo de identificação possa ser executado não basta apenas o mo-

delo que relaciona as variáveis independentes com as variáveis independentes. É
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necessário que o modelo inclua a relação entre o rúıdo e as sáıdas. Estatistica-

mente é mais fácil de se considerar que o rúıdo que afeta o processo é um rúıdo

branco gaussiano com média 0 e variância constante. Que apresenta as seguintes

propriedades:

1. A cada instante o valor do rúıdo é dado por uma variável aleatória de distri-

buição normal com média 0 e variância constante.

2. O rúıdo em um instante é independente e, portanto, descorrelacionado do rúıdo

em um instante diferente.

3. A potência espectral é a mesma em todas as frequências.

Incorporando o rúıdo branco no modelo em função de transferência da equação

(A.4) obtém-se:

Y = G1U1 + · · ·+GnUn +HE (A.10)

Onde:

H =
1 +

∑nc

i=0 cis
i

1 +
∑nd

i=1 dis
i

(A.11)

A incorporação do rúıdo na formulação do modelo em função de transferência

pode se dar da seguinte forma:

ẋ = Ax+Bu+Ke

y = Cx+Du+ e
(A.12)

A.5 Prinćıpios estat́ısticos

O prinćıpio estat́ıstico por trás da identificação de parâmetros de um modelo é o

prinćıpio da máxima verossimilhança. A verossimilhança é proporcional a proba-

bilidade condicional dos parâmetros serem aqueles dado os dados observados. No

nosso caso a função de verossimilhança que se deseja minimizar é a norma dois do

erro de predição de um passo.

J(θ) =
N−1∑
i=0

(ŷ[i|i− 1]− y[i])2 (A.13)

O processo de maximizar a verossimilhança por vezes pode ser efetuado por meio

N número de amostras
ŷ[i|i− 1] valor de y[i] estimado pelo modelo no instante i− 1
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de um simples mı́nimos quadrados, mas para modelos mais sofisticados é necessário

um procedimento iterativo de otimização.

A.6 Incerteza da identificação

Supondo que a variância do rúıdo que está afetando o processo é igual a variância

do erro de predição de um passo, é posśıvel fazer afirmações a cerca da distribuição

estat́ıstica dos erros. De maneira geral pode-se afirmar que:

cov(θ) = ∇2
θJ (A.14)

A.7 Identificação ARX

O modelo ARX (Auto-regressivo com entradas exógenas) é um dos modelos lineares

mais simples para sistemas discretos. Aqui será apresentada a sua versão SISO. Seja

y[k], u[k] e e[k] respectivamente a sáıda, a entrada e a perturbação do sistema no

instante k. O modelo ARX para esse sistema com na atrasos na entrada e nb atrasos

na sáıda é dado por.

y[k] = a1y[k − 1] + . . .+ anay[k − na] + b0u[k] + . . .+ bnb
y[k − nb] + e[k]

Ou seja:

y[k] = ΦT
k θ + e[k]

onde θ é o vetor de parâmetros e Φk é o vetor de regressores:

θ =
(
a1 . . . ana b0 . . . bnb

)T
Φk =

(
y[k − 1] . . . y[k − na] u[k] . . . y[k − nb]

)T
Agrupando: 

y[0]
...

y[n]

 =


Φ0

...

Φn

 θ +


e[0]

...

e[n]

 =⇒ y = Φθ + e

A matriz Φ é conhecida como matriz de regressores. Supondo que e tem matriz

de covariância dada por:

σ2
eI (A.15)
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Pode-se aplicar mı́nimos quadrados para calcular uma estimativa não enviesada

de θ:

θ = (ΦTΦ)−1Φy − (ΦTΦ)−1Φe = θ̂ −∆θ

A primeira parcela é conhecida e a segunda é o erro de estimação do parâmetro θ.

Usando a Equação A.15 e propagação de incerteza dada pela Equação B.8, a matriz

de covariância de ∆θ e, consequentemente, de θ será:

σ2
θ = (ΦTΦ)−1Φσ2

eI((ΦTΦ)−1Φ)T = σ2
e(Φ

TΦ)−1ΦΦT (ΦTΦ)−1 = σ2
e(Φ

TΦ)−1

σ2
e pode ser estimado a partir dos dados como sendo a variância amostral do reśıduo

y − Φθ.
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Apêndice B

Propagação de incerteza

No Apêndice A foram apresentadas as bases do processo de identificação de

parâmetros de modelos lineares paramétricos com ênfase em especial para um sub-

produto desse processo que é a matriz de covariância dos parâmetros que traduz

a incerteza de identificação. No presente caṕıtulo iremos mostrar como usar essa

informação na análise e projeto de controladores para esses sistemas identificados.

Para tanto primeiro são apresentados os tipos de propagação de incerteza que po-

dem ser utilizados para a partir da incerteza de identificação se chegar à incerteza

de malha fechada. Os prós e contras de cada tipo são explorados e a propagação

anaĺıtica de erros é colocada em relevo por ser importante para a formulação de al-

guns resultados anaĺıticos do trabalho. A propagação de erros é aplicada ao cálculo

da malha fechada, ou seja, quando se aplica um controlador em um modelo incerto.

Por fim são mostrados como as incertezas de modelagem se propagam em diagramas

clássicos do controle como: resposta ao degrau, diagrama de polos e zeros, diagrama

de Bode e diagrama de Nyquist.

B.1 Tipos de propagação de incerteza

Aqui a propagação de incertezas está sendo considerada no seguinte contexto. Su-

ponha que você tenha um vetor de variáveis aleatórias X : Ω → Rn e uma função

f : Rn → R se quer saber qual é a distribuição aleatória da variável aleatória

Y = f(X).

B.1.1 Propagação exata

A primeira maneira de se chegar ao resultado da propagação é de maneira deter-

mińıstica e exata usando as ferramentas da estat́ıstica. sabe-se por exemplo que se

X tem distribuição normal multivariada com média µ e matriz de covariância σ2

tem-se que a variável aleatória obtida pelo somatório de das variáveis aleatórias Xi
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ainda é normal e tem a seguinte parâmetros:

n∑
i=1

X = N (
n∑
i=1

µi,

n∑
i,j=n

σij) (B.1)

Outro resultado bem conhecido da estat́ıstica é que se X é um vetor de variáveis nor-

mais padronizadas (ou seja, média 0 e desvio padrão 1) independentes o somatório

de Xi tem distribuição qui-quadrado. Mais especificamente

n∑
i=1

X2
i = χ2

n (B.2)

De maneira geral o procedimento de propagação exata equivale a uma mudança de

variáveis de uma integral múltipla e posterior solução dessa integral o que, exceto em

casos particulares como os mostrados acima, se mostra uma tarefa muito dif́ıcil ou,

muitas vezes, imposśıvel analiticamente. Mesmo se o vetor de variáveis aleatórias X

é normal multivariado, quando se tem uma função f um pouco mais complicada é

imperativo procurar-se outra abordagem para a solução do problema de propagação

de erros ainda que de maneira não exata ou não determińıstica.

B.1.2 Propagação por Monte Carlo

A propagação de incertezas por Monte Carlo é extremamente poderosa, fornecendo

um resultado para a distribuição da variável aleatória Y = f(X) de maneira aproxi-

mada que se aproxima assintoticamente da distrição real a medida que se aumentam

o número de realizações. O processo consiste em se tomar N amostras do vetor de

variáveis aleatórias X obtendo as amostras xi, i = 1, ..., n. Então aplica-se a função

f sobre cada uma das amostras obtendo se yi = f(xi), i = 1, ..., n. Assim com os

n resultados pode-se desenhar um histograma dos yi como uma aproximação da

função densidade de probabilidade de Y ou ainda calcular a média e variância dos

resultados yi como uma aproximação da média e variância da variável aleatória Y .

Vale lembrar que quanto maior o valor de N mais pode se confiar nas aproximações

obtidas.

Aplicando o conceito de propagação por Monte Carlo pode-se por exemplo pro-

pagar a incerteza de identificação de uma modelo para ver-se o que acontece com

a resposta ao degrau. Suponha por exemplo que foi identificado o seguinte modelo

em função de transferência:
b1 + b0s

s2 + a1s+ a0s
(B.3)

Obteve-se o vetor de parâmetros p =
[
b0 b1 a0 a1

]T
com seguinte média (valor

70



nominal do modelo) e matriz de covariância:

p̄ =


1

−1

1

1

 σ2
p =

1

102


1 1/2 0 0

1/2 1 1/2 0

0 1/2 1 1/2

0 0 1/2 1

 (B.4)

Colocando o resultado de 10 amostras desse variável aleatória nas colunas de uma

matriz obtém-se:
−0.96 −1.09 −0.96 −0.91 −1.07 −1.01 −1.14 −1.07 −1.17 −0.97

1.03 0.96 1.00 0.99 1.03 0.95 0.93 0.97 0.95 1.05

1.05 1.11 0.95 0.87 1.05 1.00 0.98 0.98 1.06 1.12

1.06 1.05 1.00 0.89 0.84 1.03 0.99 1.00 1.10 1.17


Cada uma dessas colunas está associada a um vetor de parâmetros que pode ser o

vetor de parâmetros da nossa planta real. Calculando a resposta ao degrau de cada

um desses sistemas e desenhando tem-se: O que ajuda a ter uma ideia da incerteza

Figura B.1: Monte Carlo aplicado à resposta ao degrau

do modelo identificado. Pode-se ainda ir além e calcular para cada instante de

tempo a média e o desvio padrão das 10 amostras e assim obter um valor esperado e

uma região de confiança para cada instante de tempo como pode ser visto na figura

a seguir: Seguindo esse mesmo prinćıpio pode-se gerar gráficos para a resposta ao

impulso, fechamento de malha, diagrama de polos e zeros, diagrama de bode e
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Figura B.2: Média e desvio-padrão por Monte Carlo

diagrama de Nyquist, como será apresentado nas ultimas seções deste apêndice.

B.1.3 Propagação por direções principais

A propagação de incerteza pelo método de Monte Carlo já nos permite visualizar bem

como a incerteza de identificação se apresenta dos diversos diagramas de controle.

Contudo ela apresenta algumas caracteŕısticas que nos deixam ainda um pouco

desconfortáveis:

• Possui um comportamento estocástico, de maneira que ao replicar a metodo-

logia pode-se chegar a resultados diferentes cada vez.

• Não tem-se muita certeza de como escolher o número de amostras que são

necessárias para que se tenha uma boa aproximação da variável aleatória de-

sejada.

• Por fim, ao tomar amostras pelo método de Monte Carlo pode-se, mesmo que

com probabilidade baixa, trabalhar com vetores de parâmetro muito pouco

prováveis, o que pode acabar gerando conclusões erradas quando olhando todas

as amostras num gráfico de resposta ao degrau por exemplo.

Para contornar essas questões pode-se utilizar um outro método para propagação

de incerteza, que aqui será chamado de Método das direções principais. Ele consiste

no seguinte prinćıpio. Como a matriz de covariância dos parâmetros σ2
p é simétrica,
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isso implica que ela pode ser decomposta da seguinte maneira:

σ2
p = UDUT =

[
U1 · · · Un

]
D11 0 0

0
. . . 0

0 0 Dnn

[U1 · · · Un

]T
(B.5)

Onde U é uma matriz ortogonal, e cada uma de suas colunas é uma direção principal

de σ2
p. As direções principais podem ser vistas como os eixos dos elipsoides multidi-

mensionais que definem as regiões de confiança do vetor aleatório de parâmetros p.

Já a matriz D é diagonal e em cada elemento contém a variância do vetor aleatório na

respectiva direção principal. Dessa forma, pode-se obter os 2n vértices do elipsoide

que definem uma região de confiança como sendo:

p̄±
√
DiiUi, para i = 1, · · · , n (B.6)

Por exemplo para o mesmo exemplo usado na subseção anterior (equação (B.3))

tem-se que os sigma pontos correspondentes são dados pelas colunas da seguinte

matriz: 
−0.98 −1.05 −1.07 −0.95 −1.02 −0.95 −0.93

0.97 1.03 0.96 1.08 1.03 0.97 1.04

1.03 1.03 1.04 1.08 0.97 0.97 0.96

0.98 0.95 1.07 1.05 1.02 1.05 0.93

 (B.7)

Calculando a resposta ao degrau de cada um desses sistemas e desenhando tem-

se uma figura que funciona como uma aproximação da envoltória da região de um

intervalo de confiança correspondente a um desvio padrão, ou seja, um intervalo de

confiança de 63%: Existe uma propriedade que se multiplica-se o deslocamento de

cada direção principal por
√
n obtém-se um conjunto de pontos (sigma-pontos) que

tem média e variância próximos à variável aleatória desejada. Calculando a média

e o desvio padrão a cada instante de tempo da resposta ao degrau de cada sigma

ponto, obtém-se o valor esperado e uma região de confiança para cada instante de

tempo como pode ser visto na figura a seguir: Seguindo esse mesmo prinćıpio pode-

se gerar gráficos para a resposta ao impulso, fechamento de malha, diagrama de

polos e zeros, diagrama de bode e diagrama de Nyquist, como segue abaixo.

B.1.4 Propagação anaĺıtica

O método das direções principais tem muitas propriedades interessantes mas ainda

não será o nosso favorito para propagação de incertezas. Nessa seção será apresen-

tado o método de propagação anaĺıtica de erros. A propagação anaĺıtica é utilizada

para propagar incertezas definidas por distribuições normais multivariadas se utili-
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Figura B.3: Direções principais: Intervalo de confiança 1σ

zando de uma linearização local da função não linear f : Rn → Rm. Ela se baseia

na seguinte propriedade da distribuição normal. Se o vetor aleatório X : N (µ, σ2) e

f : Rn → f : Rm é uma função linear dada por f(x) = Ax. Então tem-se que:

Y = f(X) = N (Aµ,ATσ2A) (B.8)

O que nos leva a propor a aproximação para o caso geral de f não linear:

Y = f(X) = N (f(µ),∇xf
Tσ2∇xf) (B.9)

B.2 Aplicação ao fechamento de malha

No caso do problema de fechamento de malha de um controlador com um mo-

delo identificado com incertezas se quer saber qual a média e variância do vetor de

parâmetros da malha fechada em função da média e variância dos parâmetros do

modelo identificado e dos parâmetros do controlador dado.

Suponha que te-se por exemplo a planta G com vetor de parâmetros p e controlador

C parametrizados da seguinte forma:

G =
b1s+ b0

s2 + a1s+ a0
e C = kp(1 +

ki
s

) (B.10)
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Figura B.4: Média e desvio-padrão por sigma-pontos

Fechando a malha tem-se:

T =
PC

1 + PC
=

kpb1s
2 + (b1 + kp)s+ kikpb0

s3 + (kpb1 + a1)s2 + (kpkib1 + kpb0 + a0)s+ kpkib0
(B.11)

O vetor de parâmetros da malha fechada q pode ser escrito da seguinte forma:

q =



kpb1

b1 + kp

kikp

kpb1 + a1

kpkib1 + kpb0 + a0

kpkib0


=



0 kp 0 0

1 0 0 0

0 0 0 0

0 kp 0 1

kp kpki 1 0

kpki 0 0 0




b0

b1

a0

a1

+



0

kp

kpki

0

0

0


= Ap+ b (B.12)

Como a função que relaciona p e q é afim, a propagação anaĺıtica de erros é também

exata. Assim a matriz de covariância de q é dada de maneira exata por:

σ2
q = ATσ2

pA (B.13)

Para um exemplo numérico suponha que tenha-se a planta G identificada dada pelas

equações (B.3) e (B.4) e o controlador C:

G =
−s+ 1

s2 + s+ 1
e C =

1

3
(1 +

1

s
) (B.14)
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fechando a malha obtém-se a seguinte equação de transferência:

−1
3
s2 + 1

3

s3 + 2
3
s2 + s+ 1

3

(B.15)

Como média e variância do vetor de parâmetros q igual a:

q̄ =


−1/3

1/3

2/3

1

1/3

 σ2
q =



1/9 1/6 1/18 1/9 1/6 1/18

1/6 1/3 1/6 1/3 1/3 1/6

1/18 1/6 1/9 2/9 1/6 1/9

1/9 1/3 2/9 10/9 5/6 2/9

1/6 1/3 1/6 5/6 4/3 1/6

1/18 1/6 1/9 2/9 1/6 1/9


(B.16)

De uma maneira mais visual pode-se dizer que passa-se de uma matriz de correlação

de parâmetros em malha aberta para uma matriz de correlação da parâmetros de

malha fechada da seguinte forma: O procedimento mostrado acima para propagação

Figura B.5: Propagação de matriz de correlação MA para MF

de incertezas da malha aberta para a malha fechada é geral. Sempre os parâmetros

da planta em malha fechada são uma combinação linear dos parâmetros da planta

em malha aberta e dessa forma a propagação anaĺıtica de erros dá um resultado

exato.
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B.3 Resposta ao impulso e ao degrau

Seja um modelo identificado G e p o seu vetor de parâmetros. Com:

G =
B

A
B =

nb−1∑
i=0

bis
i e A = sna +

na−1∑
i=0

ais
i p =



b0
...

bnb

a0
...

ana


(B.17)

Para simular a sáıda y(t) da planta para uma entrada u(t) pode-se escrever:

y = Gu⇒ y =
B

A
u⇒ Ay = Bu (B.18)

Derivando a ultima igualdade da equação (B.18 por bj e aj tem-se:

A
dy

dbj
= sju e sjy + A

dy

daj
= 0⇒ A

dy

daj
= −sjy (B.19)

Assim a cada instante de tempo tem-se a jacobiana ∇y
p(t):

∇py(t) =



∂y
∂b0

(t)
...

∂y
∂bnb

(t)
∂y
∂a0

(t)
...

∂y
∂ana

(t)



T

(B.20)

E, portanto, pela equação (B.9) tem-se a incerteza de y em função da incerteza de

p a cada instante de tempo:

σ2
y(t) = (∇py(t))Tσ2

p∇py(t) (B.21)

O caso da incerteza à resposta ao impulso e ao degrau é um caso particular da

equação (B.21) quando a entrada u do sistema é o impulso ou o degrau, respectiva-

mente.
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B.4 Diagrama de polos e zeros

Outro gráfico interessante onde pode-se usar os prinćıpios da propagação anaĺıtica

de incerteza é no diagrama de polos e zeros. A propagação anaĺıtica nos permite

traçar uma elipse correspondente aos intervalos de confiança para a posição dos polos

e zeros no plano complexo. Como os zeros são as ráızes do polinômio numerador

da função de transferência e os polos são as ráızes do polinômio denominador da

função de transferência, chega-se ao seguinte subproblema comum de encontrar a

matriz de covariância das ráızes de um polinômio dado a matriz de covariância dos

parâmetros do polinômio. Sejam:

p(x) =
n∑
i=0

aix
i =

n−1∏
i0

(x− ri) (B.22)

Os vetores a =
[
a0 · · · an

]
e r =

[
r0 · · · rn−1

]
são o vetor de coeficientes e

ráızes do polinômio respectivamente. Sabe-se que cada uma das ráızes rj satisfazem

a equação:
n∑
i=0

air
i
j = 0 (B.23)

Derivando implicitamente tem-se:

n∑
i=0

dair
i
j + iair

i−1
j drj = 0 (B.24)

Isolando drj:

drj = −
∑n

i=0 dair
i
j∑n

i=0 iair
i−1
j drj

= −
n∑
i=0

rij
p′(rj)

dai (B.25)

Sabe-se do cálculo que:

drj =
n∑
i=0

∂rj
∂ai

dai (B.26)

Assim:

∇ar =


∂r0
∂a0

· · · ∂r0
∂an

...
. . .

...
∂rn−1

∂a0
· · · ∂rn−1

∂an

 = −


r00

p′(r0)
· · · rn0

p′(r0)
...

. . .
...

r0n−1

p′(rn−1)
· · · rnn−1

p′(rn−1)

 (B.27)

E assim usando a equação (B.9) tem-se por fim:

σ2
r = (∇ar)

Tσ2
a∇ar (B.28)
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Ou, se quer-se considerar a parte real e imaginária das ráızes complexas:

cov(

[
Re(r)

Im(r)

]
) =

[
Re(∇ar)

Im(∇ar)

]T
σ2
a

[
Re(∇ar)

Im(∇ar)

]
(B.29)

Voltando para o contexto de polos e zeros, sendo z o vetor de zeros, p o vetor de

polos e tem-se:

cov(


Re(p)

Im(p)

Re(z)

Im(z)

) =


Re(∇bp) 0

Im(∇bp) 0

0 Re(∇az)

0 Im(∇az)


[
σ2
a σba

σab σ2
b

]
Re(∇bp) 0

Im(∇bp) 0

0 Re(∇az)

0 Im(∇az)


T

(B.30)

B.5 Resposta em frequência

Uma propriedade interessante da função de transferência G(s) é que, quando faz-se

s = jω, G(jω) é um número complexo que codifica a resposta do sistema para a

frequência angular ω: o módulo |G(jω)| é o ganho para a frequência ω e o argumento

Arg(G(jω)) é o deslocamento de fase para a frequência ω. Para obter-se a matriz de

covariância da parte real e imaginária de G(jω) em função da matriz de covariância

σ2
p do vetor de parâmetros p primeiro deve-se calcular qual é a

G(jω) =
B(jω)

A(jω)
=

∑nb

i=0 bi(jω)i∑na

i=0 ai(jω)i
=
Re(B(jω)) + jIm(B(jω))

Re(A(jω)) + jIm(A(jω))
(B.31)

Dáı:

w =


Re(B(jω))

Im(B(jω))

Re(A(jω))

Im(A(jω))

 =


∑i=n/2

i=0 b2kω
(2k)(−1)k∑i=n/2

i=0 b2k+1ω
(2k + 1)(−1)k∑i=n/2

i=0 a2kω
(2k)(−1)k∑i=n/2

i=0 a2k+1ω
(2k + 1)(−1)k

 (B.32)

Donde:

∇wp =


ω0 0 ω2 0 · · · 0 0 0 0 · · ·
0 ω1 0 ω3 · · · 0 0 0 0 · · ·
0 0 0 0 · · · ω0 0 ω2 0 · · ·
0 0 0 0 · · · 0 ω1 0 ω3 · · ·

 (B.33)

Outro resultado que precisa-se é:

a+ jb

c+ jd
=
ac+ bd

c2 + d2
+ j
−ad+ bc

c2 + d2
= e+ jf (B.34)
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E assim, seja ∇zx a jacobiana da transformação z = [abcd]→ [ef ] = x:

∇zw =

[
c

c2+d2
d

c2+d2
a(d2−c2)−2bcd

(c2+d2)2
b(c2−d2)−2acd

(c2+d2)2

− d
c2+d2

c
c2+d2

b(c2−d2)−2acd
(c2+d2)2

a(d2−c2)−2bcd
(c2+d2)2

]
(B.35)

Tem-se, por fim, a matriz de covariância de w em função da matriz de covariância

dos parâmetros σ2
p:

σ2
w = ∇zw∇wpσ

2
p(∇zw)T (∇wp)

T (B.36)
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Apêndice C

Resultados agrupados por sintonia

Neste apêndice são apresentados os mesmos resultados do Caṕıtulo 4 porém agru-

pados de maneira diferente. Cada gráfico do Caṕıtulo 4 tem um métrica fixada —

ISE, EISE, pior caso do ISE, e nota de robustez — e os desempenhos das sintonias

são comparados entre si. Aqui cada um dos gráficos tem uma sintonia fixada e seus

desempenhos nominal, de pior caso e para a planta instabilizadora são comparados.

Para as sintonias da planta SISO linear, para cada sintonia é apresentado um

gráfico em que a primeira coluna traz as respostas em malha aberta das plantas no-

minal, de pior caso e instabilizadora e a segunda coluna traz as respectivas respostas

em malha fechada. Para as sintonias da planta MIMO linear, para cada sintonia

são apresentados dois gráficos, o primeiro com as respostas em malha aberta das

plantas nominal, de pior caso e instabilizadora e a segunda coluna com as respectivas

respostas em malha fechada.

Figura C.1: Desempenho da sintonia ise no caso nominal, pior caso e instabilidade
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Figura C.2: Desempenho da sintonia eise no caso nominal, pior caso e instabilidade

Figura C.3: Desempenho da sintonia minmax no caso nominal, pior caso e instabi-
lidade
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Figura C.4: Desempenho da sintonia iseres no caso nominal, pior caso e instabilidade

Figura C.5: Planta nominal, de pior caso e instabilizadora para sintonia ise
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Figura C.6: Resposta em malha fechada da sintonia ise para planta nominal, pior
caso e instabilizadora

Figura C.7: Planta nominal, de pior caso e instabilizadora para sintonia eise
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Figura C.8: Resposta em malha fechada da sintonia eise para planta nominal, pior
caso e instabilizadora

Figura C.9: Planta nominal, de pior caso e instabilizadora para sintonia minmax
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Figura C.10: Resposta em malha fechada da sintonia minmax para planta nominal,
pior caso e instabilizadora

Figura C.11: Planta nominal, de pior caso e instabilizadora para sintonia iseres
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Figura C.12: Resposta em malha fechada da sintonia iseres para planta nominal,
pior caso e instabilizadora
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Apêndice D

Códigos em python

As versões mais atualizadas dos códigos para todos os algoritmos implementados

neste trabalho estão dispońıveis no link github.com/mariogen/uncertainty tunings.
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Uncertainty Tunings

2019
February

The main package used in this notebook is CasADi. It has automatic differentiacion capabili-
ties, focuses in optimal control. Its following integration are used: - IDAS, for diferential algebraic
equations - IPOPT for non linear optimization

In [1]: %matplotlib inline

from casadi import SX,DM,solve,substitute,kron, vec, trace, vertcat,\
horzcat, inv, reshape, Function, nlpsol, integrator,\
jacobian,hessian,exp,log,tanh,sqrt,det

import numpy as np
import matplotlib.pyplot as plt
from collections import namedtuple
from time import time

np.set_printoptions(precision=3)

In [2]: #SX in casadi stand for simbolic, and DM stands for numeric.
#I guess there is a easier way of doing this, but I don't know
SX2DM = lambda x: Function('f',[],[x],[],['x'])()['x']

In [3]: #state space type
ss = namedtuple('ss', ['A', 'B', 'C', 'D'])

0.1 Conversion between transfer function to state space system

Here use the controllable canonical for to make the conversion of G = (A, B, C, D).

G =
b0sn + sn−1b1 + · · ·+ sbn−1 + bn

sn + sn−1a1 + · · ·+ san−1 + an

A =


0 0 . . . 0 −an
1 0 . . . 0 −an−1
0 1 . . . 0 −an−2
...

...
. . .

...
...

0 0 . . . 1 −a1

 B =


0
0

. . .
0
1


C =

[
bn − anb0 . . . b1 − a1b0

]
D =

[
b0
]

(1)
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In [4]: def tf2ss(b,a):
"""Conversion from tranfer function to state space system.

Convert a continuous system from Laplace transfer function form to
state space form. Uses the controllable canonic form realization of
a transfer system given in polinomial fraction form, without delay.

Parameters
----------
param1 : b

List of numerator coefficients from bigger to smaller s expoent.
param2 : a

List of denominator coefficients from bigger to smaller s expoent.

Returns
-------
ss

Namedtuple wiht A, B, C and D matrix of state space system.
"""
n = a.shape[0]-1;
#normalize by a[0] and pad b vector
b,a = vertcat(SX(a.shape[0]-b.shape[0],1),b/a[0]), a/a[0]

A,B,C,D = SX(n,n),SX(n,1),SX(1,n),SX(1,1)

for i in range(n) : A[n-1,i] = -a[n-i]
for i in range(n-1) : A[i,i+1] = 1
B[n-1] = 1
for i in range(n) : C[i] = b[n-i]-a[n-i]*b[0]
D = b[0]

return ss(A,B,C,D)

0.2 Step of state space system

For get the matrix of step response of a MIMO state space system the IDAS for diferential algebraic
equation is used. For each input variable is performed a simulation with a unitary step in that
variable, while the other inputs are keeped in zero.

In [5]: def step(Gs,tf,dt=0.1,plot=True):
"""Calculates the matrix step response of a list of systems.

Uses the controllable canonic form realization of a
transfer system given in polinomial fraction form, without delay.

Parameters
----------
param1 : Gs
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List of system in state space form, or a sigle system.
param2 : tf

End time of simulation
param3 : dt

Time step
param4 : plot

Boolean indicatin if plot or return the simulated steps.

Returns
-------
numpy.array

'number of systems' X 'number of outputs' X 'number of inputs'
X 'number of times' 4D numpy array with simulation.

numpy.array
1D array with times.

"""
if isinstance(Gs,ss): Gs = [Gs]
ny,nu = Gs[0].D.shape # number of outputs and inputs
ts = np.arange(0,tf,dt) # array of times
N = len(ts) # size of array of times
ys = np.zeros((len(Gs),ny,nu,N)) # array of outputs
for k,G in enumerate(Gs): # for each system in the list

A,B,C,D = G
nx = A.shape[0]
x,y = SX.sym('x',nx),SX.sym('y',ny)
ys[k,:,:,0] = DM(D)
for i in range(nu): # for each input, perform a unitary step

dae = {'x':x, 'z':y, 'ode':A@x+B[:,i],'alg':y-C@x-D[:,i]}
opts={'tf':dt}
F = integrator('F','idas',dae,opts)
x0 = DM.zeros(nx);
for j in range(0,N-1): # perform time steps

r = F(x0=x0)
x0 = r['xf']
ys[k,:,i,j+1] = np.array(r['zf'])[:,0]

if plot: #plot unit step response matrix
fig,axes = plt.subplots(ny, nu,

sharex='col', sharey='row', squeeze=False)
for i,row in enumerate(axes):

for j,ax in enumerate(row):
ax.plot(ts,ys[:,i,j].T)

plt.show()
else:

return ys,ts
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0.2.1 Test step

Test step function to system:

Gn =
−s + 1

s2 + s + 1

In [6]: #test step
G_n= tf2ss(b=SX([-1, 1]), a=SX([1,1,1]))
step(G_n,dt=0.1,tf=10)

0.3 PI and PID tranfer function

PI ⇒ Kp +
Ki
s

=
sKp + Ki

s

PID ⇒ Kp +
Ki
s
+ Kd

s
αs + 1

=
Kd(1 + αKp)s2 + (Kp + αKiKd)s + Ki

αKds2 + s

In [7]: def pi(pc):
"""Creates PI controller from parameters in paralell form (Kp + Ki/s).

Parameters
----------
param1 : pc

List of parameters: Kp, proportional gain, and Ki, integral gain.

Returns
-------
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ss
Namedtuple wiht A, B, C and D matrix of state space controller

"""
kp,ki = pc[0],pc[1]
return tf2ss(vertcat(kp,ki),

vertcat(SX(1),SX(1,1)));

def pid(pc,alpha=0.1):
"""Creates PID controller from parameters (Kp+Ki/s+Kd*s/(alpha*s+1)).

Parameters
----------
param1 : pc

List of parameters: Kp, proportional gain; Ki, integral gain;
and Kd, derivative gain.

param2 : alpha
Derivative filter factor

Returns
-------
ss

Namedtuple wiht A, B, C and D matrix of state space controller
"""
kp,ki,kd = pc[0],pc[1],pc[2]
return tf2ss(vertcat(kd*(1+alpha*kp),kp+alpha*ki*kd,ki),

vertcat(alpha*kd,1,SX(1,1)))

In [8]: C = pid(DM([0.3,0.3,0.01]))
print(C)

ss(A=SX(
[[00, 1],
[00, -1000]]), B=SX([00, 1]), C=SX([[300, -9999.7]]), D=SX(10.3))

0.4 System transformation

0.4.1 Series

Plant:

ẋ = Ax + Bu (2)
y = Cx + Du (3)

Controller:

ż = Ãz + B̃e (4)
u = C̃z + D̃e (5)
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Serie: [
ẋ
ż

]
=

[
A BC̃
0 Ã

] [
x
z

]
+

[
BD̃
B̃

]
e

y =
[
C DC̃

] [x
z

]
+ DD̃e

(6)

In [9]: def series(G,C):
"""Computes the series system (GC) of Plant (G) and Controller (C),
all in state space form.

Parameters
----------
param1 : G

Plant in state space form
param2 : C

Controller in state space form

Returns
-------
ss

Resultant series system, in open loop.
"""
return ss(vertcat(horzcat(G.A,G.B@C.C),

horzcat(SX(C.A.shape[0], G.A.shape[0]),C.A)),
vertcat(G.B@C.D,C.B),
horzcat(G.C,G.D@C.C),
G.D@C.D)

0.4.2 Feedback

Open-loop:

ẋ = Ax + Be (7)
y = Cx + De (8)

Doing:
e = r− y

F = (I + D)−1

Close loop:

ẋ = (A− BFC)x + (BF)r (9)
y = (C− DFC)x + (DF)r (10)
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In [10]: def feedback(G,C):
"""Computes the feebback system (inv(I+GC)GC) of Plant and Controller,
all in state space form.

Parameters
----------
param1 : G

Plant in state space form
param2 : C

Controller in state space form

Returns
-------
ss

Resultant feedback system, in open loop.
"""
A,B,C,D = series(G,C)
F = inv(SX.eye(D.shape[0])+D)
return ss(A-B@F@C,B@F,C-D@F@C,D@F)

In [11]: T = feedback(G_n,C)
step(T,25)
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1 ISE Tunning

1.0.1 Transform to ṙ− e form

The H2 norm of the system in form ṙ − e is the ISE for the unitary step scenario of the original
system. That is why it is so important.

ẋ = Ax + Br (11)
y = Cx + Dr (12)

assuming y = r in steady state and doing w = ẋ:

ẇ = Aw + Bṙ

e = −CA−1w
(13)

In [12]: def transform(T):
"""Converts a system from 'r-y' form to 'dr-e' form.

Parameters
----------
param1 : T

Feedback state space system in 'r-y' form, that is,
the reference as input and the controlable variables as output.

Returns
-------
ss

Feedback state space system in 'dr-e' form: the time derivative
of reference as input and the follow-up error as output.

"""
A,B,C,D = T
return ss(A,B,-C@inv(A),SX(*D.shape))

1.1 Analytical ISE calculation

1.1.1 H2 norm calculation

Be a system G given by this state space equations:

ẋ = Ax + Bu
y = Cx + Du

(14)

Its H2 norm, assuming it is finite, can be calculated by the following equation:

‖G‖2
2 = tr(P) (15)

P = CQC> + DD> (16)

96



AQ + QA> + BB> = 0 (17)

(In ⊗ A + A> ⊗ In)vec(Q) = −vec(BB>) (18)

In [13]: def h2norm(G):
"""Calculates the H2 norm of a system in state space form,
assuming it is finite.

Parameters
----------
param1 : G

System in state space form

Returns
-------
float

H2 norm. If H2 norm is not finite, this value has no meaning.
"""
A,B,C,D = G
nx,nu = B.shape
ny,nu = D.shape
Q = reshape(solve(kron(SX.eye(nx),A)+kron(A,SX.eye(nx)),

-vec(B@B.T)),nx,nx)
P = C@Q@C.T + D@D.T
return trace(P)

def ISE(G,C=None):
"""Calculates analytical ISE of a MIMO state space system for a
scenario of unit steps in the input.

Uses the 'dr-e' form of the system, whose H2 norm is the desired ISE.

Parameters
----------
param1 : G

System in state space form. If no controller provided,
it is assumed that it its already in feedback.

param2 : C
Controller in state space form.

Returns
-------
float

ISE. If ISE is infinite, this value has no meaning.
"""
if not C is None: G = feedback(G,C)
return h2norm(transform(G))
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def stable(G,C=None):
"""Test stability of feedback system, using eigvalues test.

Parameters
----------
param1 : G

System in state space form. If no controller provided,
it is assumed that it its already in feedback.

param2 : C
Controller in state space form.

Returns
-------
bool

True if the system is stable.
"""
if not C is None: G = feedback(G,C)
return np.all(np.real(np.linalg.eigvals(SX2DM(G.A)))< 0)

In [14]: #plot ISE contour varying Kp and Ki PI controller parameters
pc = SX.sym('pc',2)
fISE = Function('fISE',[pc],[ISE(G_n,pi(pc))],['pc'],['ISE'])
f = lambda x: max(min(x,10),-10) # function to limitate the output

N = 100
kps, kis = np.linspace(-1.5, 1.5, N), np.linspace(-.1, .6, N)
ISEs = np.array([[f(fISE([kp,ki])) for kp in kps] for ki in kis])

plt.contourf(kps,kis,ISEs,100,cmap=plt.cm.seismic),plt.colorbar()
plt.title('ISE Level curves'),plt.xlabel('Kp'),plt.ylabel('Ki')
plt.show()
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1.2 Minimize ISE

In [15]: opts = {'print_time':0,
'ipopt':{'max_iter':100,'tol':1e-3,'print_level':0,'sb':'yes'}}

def minise(G,C,pc,pc0,pc_min,pc_max):
"""ise tunning. Find parameters of controller that minimize ISE
of feedback system.

Parameters
----------
param1 : G

Plant in state space form.
param2 : C

Controller in state space form.
param2 : pc

Symbolic controller parameters.
param2 : pc0

Initial .
param2 : pc_min

Controller parameters lower bound for optimization.
param2 : pc_max

Controller parameters upper bound for optimization.
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Returns
-------
dict

'pc': optimal controller parameters, 'f': optimal ISE
"""
res = nlpsol('S','ipopt',{'x':pc,'f':ISE(G,C),'g':pc},opts) \

(x0=pc0,lbg=pc_min,ubg=pc_max)
return {'pc':res['x'],'f':res['f']}

In [16]: # Test PI ise tunning
pc,pc0,pc_min,pc_max = SX.sym('pc',2),DM([.2,.2]),DM([.1,.1]),DM([1.,1.])
res_pi = minise(G_n,pi(pc),pc,pc0,pc_min,pc_max)
# Test PID ise tunning
pc,pc0 = SX.sym('pc',3),DM([.3,.3,.3])
pc_min,pc_max = DM([.1,.1,.1]),DM([1.,1.,1.])
res_pid = minise(G_n,pid(pc),pc,pc0,pc_min,pc_max)
print('PI ótimo:',res_pi['pc'],'\nPID ótimo:',res_pid['pc'])

#Systems to plot
Ts = [feedback(G_n,pi([0.2,0.2])),

feedback(G_n,pi(res_pi['pc'])),
feedback(G_n,pid(res_pid['pc'])),
G_n]

ISEs = [SX2DM(ISE(T)).full()[0,0] for T in Ts]
step(Ts,tf=15)

PI ótimo: [0.366928, 0.27466]
PID ótimo: [0.457461, 0.48866, 0.47924]
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In [17]: def sensitivity(f,x,dx=0.1,N=10):
"""Sensitivity analysis in function for each parameter.

Parameters
----------
param1 : f

Function that receives a vector and return a number.
param2 : x

Point around which the sensitivity analysis will be performed.
param3 : dx

Number that especifies of change in the parameters.
param4 : N

Number of points to evaluate the function in both sides.
"""
x = np.ravel(x)
Mdx = np.diag(dx*x) #create matrix of changes in each parameter
t = range(-N,N+1)
y = np.array([[f(x+Mdx[i]*j/N) for j in t] for i in range(len(x))])
plt.plot(t,y.T)
percentage = '{:.2f}%'.format(100*dx)
plt.xticks((-N, N),('-'+percentage, percentage)
plt.xlabel('Percentage of parameter change')
plt.show()

In [18]: # Apply sensitivity analysis to ISE around optimum PID controler
f = Function('f',[pc],[ISE(G_n,pid(pc))],['pc'],['ISE'])
plt.legend(['Kp','Ki','Kd'])
plt.title('ISE sensitivity analysis around optimum')
sensitivity(f,res_pid['pc'],0.5)
[H, g] = substitute(hessian(ISE(G_n,pid(pc)),pc),[pc],[res_pid['pc']])
print('Hessian eigen values:', np.linalg.eigvals(SX2DM(H)))
print('Gradient:', SX2DM(g).full().flatten())
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Autovalores da Hessiana no ponto ótimo: [ 17.263 6.698 4.867]
Gradiente no ponto ótimo: [ 0. 0. 0.]

2 EISE Tunning

2.1 Sensitivity system

Given G = (A(p), B(p), C(p), D(p)), a state space model depending on parameter vector p:

ẋ = A(p)x + B(p)u (19)
y = C(p)x + D(p)u (20)

We define ∂G/∂pi, the associeted sensitivity system in relation to parameter pi, as:

∂ẋ
∂p

=
∂A
∂p

x + A
∂x
∂p

+
∂B
∂p

u (21)

∂y
∂p

=
∂C
∂p

x + C
∂x
∂p

+
∂D
∂p

u (22)

(23)
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In [19]: def sensys(G,p,p_n,i):
"""Calculates the state space sensitivity system of model.

Parameters
----------
param1 : G

Mode in state space form.
param2 : p

Simbolic parameters of model.
param3 : p_n

Value of parameters.
param4 : i

Parameter inded for which sensitivity system will be calculated.

Returns
-------
ss

State space sensibility system in relation to parameter p_i
"""
nx = G.A.shape[0]
ny,nu = G.D.shape
A = vertcat(horzcat(G.A,SX(nx,nx)),

horzcat(reshape(jacobian(G.A,p[i]),nx,nx),G.A))
B = vertcat(G.B,reshape(jacobian(G.B,p[i]),nx,nu))
C = horzcat(reshape(jacobian(G.C,p[i]),ny,nx),G.C)
D = reshape(jacobian(G.D,p[i]),ny,nu)
return ss(*substitute([A,B,C,D],[p],[p_n]))

2.2 Output covariance in flunction of Parameters covariance

Using uncertainty propagation, the variance of output, σ2
y , can be calculated in function of output

sentivity in relation to parameters, ∂y/∂p, and covariance matrix of parameters, σ2
p , using the

following equation:

σ2
y =

(
∂y
∂p

)
σ2

p

(
∂y
∂p

)>
(24)

In [20]: def step_inc(Gs,p,p_n,V,tf,dt=0.1):
"""Plot step of system together with associeted uncertainty.
Uses analytical propagation of parameters covariance matrix.

Parameters
----------
param1 : Gs

List of models in state space form.
param2 : p

Simbolic parameters of models.
param3 : p_n
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Value of parameters.
param4 : V

Covariance matrix of parameters.
param5 : tf

End time of simulation.
param6 : dt

Time step.
"""
if isinstance(Gs, ss): Gs = [Gs]
ny,nu = Gs[0].D.shape
fig,axes = plt.subplots(ny, nu,

sharex='col', sharey='row', squeeze=False)
# Loop in the systems and system colors
for G,color in zip(Gs,plt.rcParams['axes.prop_cycle']):

ys, ts = step([ss(*substitute(G,[p],[p_n]))],tf,dt,plot=False)
ys = ys[0]
nk = len(ts)
dydp = step([sensys(G,p,p_n,i) for i in range(p.shape[0])]

,tf,dt,plot=False)[0]
sig_ys=np.sqrt(np.array([[[dydp[:,i,j,k].dot(V@dydp[:,i,j,k])[0]

for k in range(nk)] for j in range(nu)] for i in range(ny)]))
for i,row in enumerate(axes):

for j,ax in enumerate(row):
ax.plot(ts,ys[i,j],

ts,ys[i,j]+sig_ys[i,j],':',
ts,ys[i,j]-sig_ys[i,j],':',**color)

In [21]: #test step_inc
p,p_n = SX.sym('p',4),DM([-1,1,1,1])
V = 0.16*DM([[1,.5,0,0],[.5,1,.5,0],[0,.5,1,.5],[0,0,.5,1]])
G = tf2ss(SX(p[:2]),SX(vertcat(1,p[2:])))
step_inc([G],p,p_n,V,tf=10)
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2.3 Ortonormal parametrization

Be σ2
p = UDU> the singular value decomposition of σ2

p , covariance matrix of parameter vetor
p. I we do a coordinates change q = D−1/2U>p, the parameters q in the coodinates has identity
covariance matrix.

In [22]: def reparam(G,p,V):
"""Convert system parameters to a ortonormal parameters.

Parameters
----------
param1 : G

System in state space form.
param2 : p

Simbolic parameters of system.
param3 : V

Covariance matrix of parameters

Returns
-------
ss

System reparameterizided
SX

New parameters for the system
numpy.array
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Matrix to convert beetween parametrizations: p = sV@q
"""
w,v = np.linalg.eig(np.array(V))
sV = v@np.diag(np.sqrt(w))
q = SX.sym('q',p.shape[0])

return ss(*substitute(G,[p],[sV@q])),q,sV

2.4 EISE calculation

Suposing we have ortonormal parametrization, the EISE, expectation of ISE, can be calculated as
follows:

EISE = E (ISE) = E

(
∑

i
∑

j

∫ ∞

0
e2

ij(t)dt

)
= ∑

i
∑

j

∫ ∞

0
E(e2

ij(t))dt =

= ∑
i

∑
j

∫ ∞

0
E(eij(t))2 + VAR(eij(t))dt =

= ∑
i

∑
j

∫ ∞

0
E(eij(t))2dt + ∑

i
∑

j

∫ ∞

0
VAR(eij(t))dt =

= ∑
i

∑
j

∫ ∞

0
E(eij(t))2dt + ∑

i
∑

j

∫ ∞

0
∑

k

(
∂eij

∂pk

)2

dt =

= ∑
i

∑
j

∫ ∞

0
E(eij(t))2dt + ∑

k

(
∑

i
∑

j

∫ ∞

0

(
∂eij

∂pk

)2

dt

)
=

= ‖G‖2
2 + ∑

k

∥∥∥∥ ∂G
∂pk

∥∥∥∥2

2
= ISE + IVE

(25)

In [23]: def EISE(G,p,p_n,V,C):
"""Calculates EISE (Expected ISE) of a pair plant-controller.

Parameters
----------
param1 : G

System in state space form.
param2 : p

Simbolic parameters of system.
param3 : p_n

Value of parameters of system.
param4 : V

Covariance matrix of parameters
param5 : C

Controler in state space form

Returns
-------
float
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EISE value
"""
T,q,sV = reparam(feedback(G,C),p,V) #p = sV*q
q_n = inv(sV)@p_n
Tt = transform(T)
return h2norm(ss(*substitute(Tt,[q],[q_n]))) + \

sum(h2norm(sensys(Tt,q,q_n,i)) for i in range(q.shape[0]))

def mineise(G,p,p_n,V,C,pc,pc0,pc_min,pc_max):
"""eise tunning. Find parameters of controller that minimize EISE
of feedback system.

Parameters
----------
param1 : G

Plant in state space form.
param2 : p

Simboli plant parameters.
param3 : p_n

Value of plant parameters.
param4 : V

Covariance matrix of plant parameters
param2 : C

Controller in state space form.
param2 : pc

Symbolic controller parameters.
param2 : pc0

Initial guess for controller parameters.
param2 : pc_min

Controller parameters lower bound for optimization.
param2 : pc_max

Controller parameters upper bound for optimization.

Returns
-------
dict

'pc': optimal controller parameters, 'f': optimal EISE
"""
res = nlpsol('S','ipopt',{'x':pc,'f':EISE(G,p,p_n,V,C),'g':pc},opts)\

(x0=pc0,lbg=pc_min,ubg=pc_max)
return {'pc':res['x'], 'f':res['f']}

In [24]: #test eise tunning
p,p_n = SX.sym('p',4),DM([-1,1,1,1])
V = 0.16*DM([[1,.5,0,0],[.5,1,.5,0],[0,.5,1,.5],[0,0,.5,1]])
G = tf2ss(SX(p[:2]),SX(vertcat(1,p[2:])))
pc,pc0,pc_min,pc_max = SX.sym('pc',2),DM([.2,.2]),DM([.1,.1]),DM([1.,1.])
res_pi = mineise(G,p,p_n,V,pi(pc),pc,pc0,pc_min,pc_max)
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pc,pc0 = SX.sym('pc',3),DM([.3,.3,.3])
pc_min,pc_max = DM([.1,.1,.1]),DM([1.,1.,1.])
res_pid = mineise(G,p,p_n,V,pid(pc),pc,pc0,pc_min,pc_max)
print('PI EISE ótimo:',res_pi['pc'])
print('PID EISE ótimo:',res_pid['pc'])
Cs = [pi(res_pi['pc']),pid(res_pid['pc'])]
EISEs = [SX2DM(EISE(G,p,p_n,V,C)).full()[0,0] for T in Ts]
step_inc([feedback(G,C) for C in Cs],p,p_n,V,tf=15)
plt.legend(['{} EISE={:.4}'.format(*x)

for x in zip(['pi_opt','pid_opt'],EISEs)])
plt.show()

PI EISE ótimo: [0.292405, 0.231803]
PID EISE ótimo: [0.400762, 0.418714, 0.443431]

In [25]: # Apply sensitivity analysis to EISE around optimum PID controler
eise = EISE(G,p,p_n,V,pid(pc))
f = Function('f',[pc],[eise],['pc'],['ISE'])
sensitivity(f,res_pid['pc'],0.5)
[H, g] = substitute(hessian(eise,pc),[pc],[res_pid['pc']])
print('Hessian eigen values:', np.linalg.eigvals(SX2DM(H)))
print('Gradient:', SX2DM(g).full().flatten())
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Autovalores da Hessiana no ponto ótimo: [ 34.833 12.869 9.791]
Gradiente no ponto ótimo: [ 1.515e-05 1.249e-05 1.083e-05]

In [26]: #plot EISE contour varying Kp and Ki PI controller parameters
pc = SX.sym('pc',2)
fEISE = Function('fEISE',[pc],[EISE(G,p,p_n,V,pi(pc))],['pc'],['EISE'])
f = lambda x: max(min(x,20),-20) # function to limitate the output

N = 100
kps, kis = np.linspace(-1.5, 1.5, N), np.linspace(-.1, .6, N)
EISEs = np.array([[f(fEISE([kp,ki])) for kp in kps] for ki in kis])

plt.contourf(kps,kis,EISEs,100,cmap=plt.cm.seismic),plt.colorbar()
plt.title('Curvas de Nível do EISE'),plt.xlabel('Kp'),plt.ylabel('Ki')
plt.show()
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In [27]: def worstcase(G,p,p_n,V,n_ic,C,p0=None):
"""Calculates the worst case plant for the controller considering
a uncertain region on plant G.

Parameters
----------
param1 : G

Plant in state space form.
param2 : p

Symbolic plant parameters.
param3 : p_n

Value of plant parameters.
param4 : V

Covariance matrix of plant parameters.
param5 : C

Controller in state space form.
param6 : p0

Initial guess for parameters of worst case plant.

Returns
-------
dict

'p': worst case plant parameters, 'f': worst case ISE,
'lambda': associated Lagrange multipliers
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"""
if p0 is None: p0 = 1.1*p_n
p0 = p_n + (p0-p_n)*(n_ic/sqrt((p0-p_n).T@inv(V)@(p0-p_n)))
mahalanobis = (p-p_n).T@inv(V)@(p-p_n)
nlp = {'x':p,'f':-ISE(G,C),'g':mahalanobis}
res = nlpsol('S','ipopt',nlp,opts)(x0=p0,lbg=n_ic**2,ubg=n_ic**2)
return {'p':res['x'], 'f':-res['f'], 'lambda':-res['lam_g']}

In [28]: n_ics = np.arange(0,1.0,0.2)
w_cases = [worstcase(G,p,p_n,V,n_ic,pi(res_pi['pc'])) for n_ic in n_ics]

tf,dt = 15,0.1
step([ss(*substitute(G,[p],[w_case['p']])) for w_case in w_cases],tf,dt)
step([feedback(ss(*substitute(G,[p],[w_case['p']])),

pi(res_pi['pc'])) for w_case in w_cases],tf,dt)
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2.5 Min-max formulation

min
C

max
G

ISE(C, G) (26)

Using KKT first order necessary conditions:

min
C,G,λ

ISE(C, G)

s.a.
∂ISE(C, G)

∂G
+ λ

∂DM(G)

∂G
= 0

DM(G)− nσ = 0

(27)

In [29]: def minmax(G,p,p_n,V,n_ic,C,pc,pc0):
"""minmax tunning, finds the controller parameters that minimize
the worst case inside a confidence region.

Parameters
----------
param1 : G

Plant in state space form.
param2 : p

Symbolic plant parameters.
param3 : p_n

Value of plant parameters.
param4 : V

Covariance matrix of plant parameters.
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param5 : C
Controller in state space form.

param6 : pc
Symbolic controller parameters.

param7 : pc0
Initial guess for controller parameters.

Returns
-------
dict

'p': worst case plant parameters, 'f': worst case ISE,
'pc': optimum controler parameters

"""
w_case = worstcase(G,p,p_n,V,n_ic,ss(*substitute(C,[pc],[pc0])))
lambd = SX.sym('lambd')
mahalanobis = (p-p_n).T@inv(V)@(p-p_n)
ise = ISE(T)
kkt = jacobian(ise,p)+lambd*jacobian(mahalanobis,p)
nlp = {'x':vertcat(p,pc,lambd),'f':-ise,

'g':vertcat(mahalanobis,kkt.T)}
bg = vertcat(n_ic**2,DM(p.shape[0],1))
res = nlpsol('S','ipopt',nlp,opts) \

(x0=vertcat(w_case['p'],pc0,w_case['lambda']),lbg=bg,ubg=bg)
n_p = p.shape[0]
return {'p':res['x'][:n_p],'pc':res['x'][n_p:],'f':-res['f']}

In [30]: #test minmax tunning
pc,pc0 = SX.sym('pc',3),DM([.3,.3,.3])
pc_min,pc_max = DM([.1,.1,.1]),DM([1.,1.,1.])
n_ic=0.6
res = minmax(G,p,p_n,V,n_ic,C,pc,pc0)
G_pior = ss(*substitute(G,[p],[res['p']]))
#step of open loop nominal model and worst case plant
step([G_n,G_pior],10)
#step of close loop nominal model and worst case plant
step([feedback(G_n,pid(res['pc'])), feedback(G_pior,pid(res['pc']))],10)
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3 ISE restricted optimization

3.0.1 Complex determinant

Be a complex matrix L, for which we want to compute determinant.

L = L0 + jL1

L =
[
L1 L2 · · · Ln

]
L0 =

[
L0

1 L0
2 · · · L0

n
]

L1 =
[
L1

1 L1
2 · · · L1

n
] (28)

We have:

det(L) = ∑
x∈{0,1}n

det(
[
Lx1

1 Lx2
2 · · · Lxn

n
]
) (29)

In [32]: from itertools import product
def complexdet(A,B):

"""Computes de determinant of the complex matrix A+jB.

Parameters
----------
param1 : A

Real part of matrix.
param2 : B

Imaginary part of matrix.

Returns
-------
SX

Symbolic array with two values: real and imag part of determinant.
"""
n = A.shape[0]
M = horzcat(A,B)
C,D = 0,0
for i in product([0,1],repeat=n):

d = det(M[:,np.arange(n)+n*np.array(i)])
if sum(i)%4 == 0: C += d
if sum(i)%4 == 1: D += d
if sum(i)%4 == 2: C -= d
if sum(i)%4 == 3: D -= d

return vertcat(C,D)

In [33]: #test det(A+jB)
print(complexdet(SX.sym('A',2,2),SX.sym('B',2,2)))

[(((A_0*A_3)-(A_2*A_1))-((B_0*B_3)-(B_2*B_1))), (((A_0*B_3)-(B_2*A_1))+((B_0*A_3)-(A_2*B_1)))]
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Be L = (A, B, C, D) a open loop state space system. We have frequency response G(jω):

L(jω) = −C(ω2 I + A2)−1AB + D− jωC(ω2 I + A2)−1B

The Nyquist diagram is the plot for ω varying beetween −∞ and +∞ of the function:

det(I + L(jω))

In [34]: def nyquist(L,w):
"""finds det(I+L(j*omega)) to plot Nyquist diagram.

Parameters
----------
param1 : L

Open loop in state space form. Plant in series
param2 : w

Frequency.

Returns
-------
SX

Real and imaginary parts of point in Nyquist diagram.
"""
A,B,C,D = L
M = inv(w**2*SX.eye(A.shape[0])+A@A)
return complexdet(-C@A@M@B+D+SX.eye(D.shape[0]), -w*C@M@B)

In [35]: #test nyquist
ws = np.logspace(-.5,3,100)
rfs = [nyquist(series(G_n,pi(pc0)),w) for w in ws]
re,im = zip(*((rf[0],rf[1]) for rf in rfs))
plt.plot(re,im)
plt.plot(re,-np.array(im))
plt.show()
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3.1 Controller robustiness rate

Defining N(C, G, ω):

N(C, G, ω) =

[
Re(det(I + G(jω)C(jω)))
Im(det(I + G(jω)C(jω)))

]
(30)

The condition $N(C,G,ω) = 0$isequivalenttothesystembemarginallystable.Sowede f inerobustinessrateas :

rate(C) = min
G

DM(G)

subject to N(C, G, ω) = 0
(31)

In [36]: def rate(G,p,p_n,V,C):
"""Calculates the controler robustness rate.

Parameters
----------
param1 : G

Plant in state space form.
param2 : p

Symbolic plant parameters.
param3 : p_n

Value of plant parameters.
param4 : V

Covariance matrix of plant parameters.
param5 : C
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Controller in state space form.

Returns
-------
dict

'rate': controller robustness rate, 'p': destabilizer plant,
'w': unstable frequency, 'lambda': Lagrange multiplier

"""
mahalanobis = (p-p_n).T@inv(V)@(p-p_n)
ln_w = SX.sym('ln_w')
nlp = {'x':vertcat(p,ln_w),'f':mahalanobis,

'g':nyquist(series(G,C),exp(ln_w))}
res = nlpsol('S','ipopt',nlp,opts) \

(x0=vertcat(p_n*1.1,0),lbg=[0,0],ubg=[0,0])
return {'rate':sqrt(res['f']),'lambda':res['lam_g'],

'p':res['x'][:-1],'w':exp(res['x'][-1])}

In [37]: #test rate
C = pi([.3,.3])
res = rate(G,p,p_n,V,C)

step([G_n,ss(*substitute(G,[p],[res['p']]))],10)
step([feedback(G_n,C),feedback(ss(*substitute(G,[p],[res['p']])),C)],10)
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3.2 iseres tunning

min
C

ISE(Ḡ, C)

subject to rate(C) ≥ nσ

(32)

Can be rewritten as:

min
C,G,ω,λ

ISE(C, Ḡ)

subject to DM(G) = nσ

∂DM(G)

∂G
+ λ>

∂N(C, G, ω)

∂G
= 0

λ>
∂N(C, G, ω)

∂ω
= 0

N(C, G, ω) = 0

(33)

In [38]: def iseres(G,p,p_n,V,n_ic,C,pc,pc0):
"""iseres tunning. Find optimal control parameters that minimize ISE
while keeping a minimum robustness rate.

Parameters
----------
param1 : G

Plant in state space form.
param2 : p

Symbolic plant parameters.

119



param3 : p_n
Value of plant parameters.

param4 : V
Covariance matrix of plant parameters.

param5 : n_ic
Size of confidence interval, in number of standard deviations.

param6 : C
Controller in state space form.

param7 : pc
Symbolic controller parameters.

param8 : pc0
Initial guess for controller parameters.

Returns
-------
dict

'pc': optimum controller parameters, 'p': destabilizer plant,
'f': ISE of controller

"""
res = rate(G,p,p_n,V,ss(*substitute(C,[pc],[pc0])))
ise = ISE(ss(*substitute(G,[p],[p_n])),C)
mahalanobis = (p-p_n).T@inv(V)@(p-p_n)
ln_w = SX.sym('ln_w')
N = nyquist(series(G,C),exp(ln_w))
lambd = SX.sym('lambd',2)
nlp = {'x':vertcat(p,pc,ln_w,lambd),'f':ise,

'g':vertcat(mahalanobis-n_ic**2,
(jacobian(mahalanobis,p)+lambd.T@jacobian(N,p)).T,
lambd.T@jacobian(N,ln_w),N)}

bg = DM(p.shape[0]+4,1)
x0=vertcat(res['p'],pc0,log(res['w']),res['lambda'])
res = nlpsol('S','ipopt',nlp,opts)(x0=x0,lbg=bg,ubg=bg)
n_p,n_pc = p.shape[0],pc.shape[0]
return {'p':res['x'][:n_p], 'pc':res['x'][n_p:n_p+n_pc],'f':res['f']}

In [39]: #test iseres
pc,pc0 = SX.sym('pc',3),DM([.3,.3,.3])
pc_min,pc_max = DM([.1,.1,.1]),DM([1.,1.,1.])
C = pid(pc)
n_ic = 1.5
res = iseres(G,p,p_n,V,n_ic,C,pc,pc0)
G_inst = ss(*substitute(G,[p],[res['p']]))
step([G_n,G_inst],10)
step([feedback(G_n,pid(res['pc'])),feedback(G_inst,pid(res['pc']))],25)
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